
第5章 其他典型分类方法

5.1 近 邻 法

近邻法是由Cover和Hart于1968年提出的,是最重要的非参数分类方法之一。已知

贝叶斯分类器在特殊条件下可以简化为最小距离分类器,即通过计算待识别样本到每类样

本均值的距离,将待识别样本归为具有最小距离的那一类。对最小距离分类器进行拓展,将
训练样本集划分为若干子类,从每个子类中选取一个代表点,将待识别样本归为最近代表点

所属的类别。近邻法将训练样本集中的每个样本都作为代表点,实质上是一种分段线性分

类器。

5.1.1 最近邻法

最近邻分类器是最小距离分类器的一种极端情况,以全部训练样本作为代表点,计算待

识别样本与所有训练样本的距离,并将待识别样本归为最近邻的训练样本所属类别。
假定样本集有m 个类别ω1,ω2,…,ωm,每个类别中有Ni(i=1,2,…,m)个样本,以每

个训练样本作为一个子类,计算待识别样本x 与每一个子类的距离,则将样本归为ωi 类的

判别函数为

gi(x)=min
i
‖x-xk

i‖, k=1,2,…,Ni (5-1)

其中,xk
i 表示第i类的第k个样本。此时,判别准则为

gl(x)= min
i=1,2,…,m

gi(x),则x∈ωl (5-2)

  当训练样本数量无限增多时,待识别样本x 的最近邻样本在极限意义上讲就是x 本身。
对于两类别的分类问题,假设待识别样本x 属于两类的后验概率分别为P(ω1|x)和

P(ω2|x),则当待识别样本与它的最近邻样本都属于同一类时,才能决策正确,因此正确分

类率为∑
C

i=1
P2(ωi|x)。 所以,当训练样本数量无限多时,待识别样本x 分类错误的概率为

lim
N→∞

PN(e|X)=1-∑
c

i=1
P2(ωi|x) (5-3)

  在该条件下的平均错误率为

P=lim
N→∞

PN(e)

=lim
N→∞∫PN(e∣X)P(X)dX



=∫limN→∞
PN(e∣X)P(X)dX

=∫é

ë
ê
ê1-∑

c

P2(ωi ∣x)
ù

û
ú
úP(X)dX (5-4)

  P 也被称为渐进平均错误率。
贝叶斯错误率为

P* =∫P*(e|X)P(X)dX (5-5)

其中,P*(e|X)=1-P*(ωm|X),P*(ωm|X)=max
i
[P(ωi|X)]

最近邻法的错误率虽然高于贝叶斯错误率,但是当样本数目无限时,最近邻法的错误率

不会超过贝叶斯错误率的两倍。令最近邻法分类器的错误率为P,贝叶斯分类器的错误率

为P*,那么它们之间存在如下关系:

P* ≤P ≤P* 2-
m

m-1
P*æ

è
ç

ö

ø
÷ (5-6)

其中,m 为类别数。一般情况下,P* 很小,因此也可粗略地表示为

P* ≤P ≤2P* (5-7)

5.1.2 k-近邻法

尽管最近邻样本和待识别样本在距离意义下是最相似的,但是如果最近邻样本和待识

别样本不属于同一类别,则会直接导致分类错误。因此,最近邻法的缺点在于受随机噪声影

响较大,尤其是在两类的交叠区域。

k-近邻法(k-NearestNeighbor)是最近邻法的扩展。k-近邻法的基本规则是:在所有N
个样本中找到待识别样本的k个最近邻者,设k个样本中属于第i类的样本有ki 个,即

k=k1+k2+…+km (5-8)

  则定义判别函数为

gi(x)=ki, i=1,2,…,m (5-9)

  此时,判别准则为

若gj(x)=max
i

ki,则x∈ωj (5-10)

  我们称这种方法为k-近邻法,相应的分类器称为k-近邻分类器。k-近邻法中的k 一般

采用奇数,类似于投票表决,避免因两种票数相等而难以决策。k-近邻法可以理解为,从样

本点x 开始生长,不断扩大区域,直到包含k个训练样本为止,并且把待识别样本点x 的类

别归为最近的k个训练样本点中出现频率最高的样本对应的类别。

k-近邻法错误率的上下界同最近邻法一样,均在一倍到两倍贝叶斯分类器的错误率范

围内。在k→∞的条件下,k-近邻法的错误率要低于最近邻法,同时趋近于贝叶斯错误率。

例5.1 有7个二维样本向量:x1=
1
0
æ

è
ç

ö

ø
÷ ,x2=

0
1
æ

è
ç

ö

ø
÷ ,x3=

0
-1

æ

è
ç

ö

ø
÷ ,x4=

0
0
æ

è
ç

ö

ø
÷ ,x5=

0
2
æ

è
ç

ö

ø
÷ ,x6=

0
-2

æ

è
ç

ö

ø
÷ ,x7=

-2
0

æ

è
ç

ö

ø
÷ ,假定前3个为ω1类,后4个为ω2类。试分别根据最近邻法和k-近邻法
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(k=3)判断x=
1
2
æ

è
ç

ö

ø
÷ 属于哪一类别。

解:首先计算样本x=
1
2
æ

è
ç

ö

ø
÷ 与7个样本之间的距离:

d1= (1-1)2+(2-0)2 =2 d2= (1-0)2+(2-1)2 = 2

d3= (1-0)2+(2+1)2 = 10 d4= (1-0)2+(2-0)2 = 5

d5= (1-0)2+(2-2)2 =1 d6= (1-0)2+(2+2)2 = 17

d7= (1+2)2+(2-0)2 = 13
  (1)最近邻法。

对于ω1 类:g1(x)=min{2,2,10}= 2。

对于ω2 类:g2(x)=min{5,1,17,13}=1。

根据最近邻法,因为g2(x)<g1(x),所以x=
1
2
æ

è
ç

ö

ø
÷ 属于ω2 类。

(2)k-近邻法(k=3)。

最近的3个距离为:1,2,2。

3个近邻分别为:x5=(0,2)T,x2=(0,1)T,x1=(1,0)T。

3个近邻中有两个属于ω1 类,有一个属于ω2 类,所以x 属于ω1 类。

5.1.3 改进的近邻法

近邻法的改进原理大致可分为以下两种:一种是对样本集进行组织与整理,分群分层,
尽可能将计算压缩到在接近测试样本邻域的小范围内,避免盲目地与训练样本集中每个样

本进行距离计算,例如快速搜索近邻法。另一种是在原有样本集中挑选出对分类计算有效

的样本,使样本总数合理地减少,以同时达到既减少计算量,又减少存储量的双重效果,例如

剪辑近邻法和压缩近邻法。
快速搜索近邻法的基本思想是:将样本集按近邻关系分解成组,给出每组的质心所在,

以及组内样本到质心的最大距离。这些组又可形成层次结构,将组分为子组,类似树的结

构。因此待识别样本可将搜索近邻的范围从某一大组逐渐深入到其中的子组,直到树的叶

节点所代表的组,确定其相邻关系。这种方法可以有效减少计算量,但不能减少存储量。
令p代表树中的一个节点,Kp 是p对应的一个样本子集,Np 是Kp 对应的一个样本子

集,Mp 代表Kp 中的样本均值,rp 代表Kp 中任一样本到Mp 的最大距离。快速搜索近邻法

包含两个规则,如下。
规则一:如果待识别样本x 满足D(x,Mp)>B+rp,则x 的最近邻不在Kp 中。
规则二:如果待识别样本x 满足D(x,Mp)>B+D(xi,Mp),则xi 不是x 的最近邻。
快速搜索近邻法的搜索过程如下。
(1)(初始化):B=∞,L=0(当前水平),p=0(当前节点)。
(2)(当前节点展开):将当前节点的所有直接后继节点放入一个目录表(活动表)中,对

它们计算并存储D(x,Mp)。
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(3)(规则一检验):对活动表中的每个节点,采用规则一将不符合条件的节点从活动表

中去掉。
(4)(回溯):如果活动表为空(当前节点的子节点被全部剪掉),则回溯到上一级,即

L=L-1;如果L=0,终止算法,如果活动表中存在一个以上的节点,转到步骤(5)。
(5)(选择最近节点):在活动表中选择使D(x,Mp)最小的节点P* 作为当前节点,若

L 为最终水平,则转到步骤(6),否则置L=L+1,转到步骤(2)。
(6)(规则二检验):对当前节点P* 中的每个点xi,用规则二决定是否计算D(x,xi),若

D(x,xi)<B,那么最近邻为xi,B= D(x,xi),检验完P* 中的所有xi 后转到步骤(3)。

剪辑近邻法的基本思想是:当不同类别的样本在分布上有交叠部分时,分类的错误率

主要来自处于交叠区中的样本。由于交叠区域中不同类别的样本彼此穿插,会导致用近邻

法分类出错,因此如果能将不同类别交界处的样本以适当方式筛选,可以实现既减少样本数

又提高正确识别率的双重目的。为实现上述目的,可以利用现有样本集对其自身进行剪辑,
基本思路是:考查样本是否为可能的误识别样本,若是,则从样本集中去掉。剪辑近邻法最

终去掉两类边界附近的样本,能在一定程度上减少样本数量,因此能够降低错误率。剪辑的

过程如下:首先将样本集分成两个互相独立的子集,即考试集KT 和参考集KR。 对考试集

KT 中的每一个样本xi,在参考集KR 中找到最近邻样本yi。 如果yi 和xi 不属于同一类

别,则将xi 从考试集KT 中删除。重复以上样本剪辑过程,最终可以得到一个剪辑样本集

KTE,以取代原样本集,对待识别样本进行最近邻分类。
剪辑近邻法的结果只是去掉了两类边界附近的样本,而靠近两类中心的样本几乎没有

被去掉。压缩近邻法的基本思想是在样本剪辑的基础上再去掉一部分靠近两类中心的样

本,这有助于进一步缩短计算时间和降低存储要求。压缩近邻法中定义了两个存储器A 和

B,其中A 用来存放即将生成的样本集,B 用来存放原样本集。压缩近邻法的步骤如下。
(1)随机挑选一个样本,放在存储器A 中,其他样本放在存储器B 中。
(2)用当前存储器A 中的样本按最近邻法对存储器B 中的样本进行分类,假如分类正

确,该样本放回存储器B;否则放入存储器A。
(3)重复上述过程,直到在执行中没有一个样本从存储器B 转到存储器A,或者存储器

B 为空为止。

5.2 支持向量机

支持向量机(SupportVectorMachine,SVM)是由Vapnik等于1995年提出的一种分类

器设计方法,已广泛应用在许多模式识别系统中。SVM 是一种基于统计学习理论的方法,
建立在统计学习理论的VC维理论和结构风险最小化原则之上。下面以两分类问题为例介

绍,针对两分类问题,SVM在高维空间中寻找一个超平面作为两类的分界面,以保证分类的

错误率最小。少量与分界面比较接近的训练样本称为支持向量,它们决定了分类器的推广

能力。
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5.2.1 线性可分的情况

SVM最初是从线性可分的情况发展而来的。如图5-1所示,圆点和方点各代表一类样

图5-1 线性可分情况下的SVM最优分类

本,H 为分界线,H1 和 H2 分别为过两类中距离

分界线最近的样本且与分界线平行的直线。H1 和

H2 之间的距离称为分类间隔,处在隔离带边缘上

的样本称为支持向量。最优分类线就是要求分类

线不但能将两类样本正确分类,而且使分类间隔最

大。推广到高维空间,最优分类线就变为了最优分

类面。
假设存在训练样本 (xi,yi),i=1,2,…,N,

xi ∈Rn,yi∈{-1,+1},yi=+1代表圆点,yi=
-1代表方点。在线性可分的情况下,有一个超平

面将这两类样本完全分开。超平面可以由一个线

性判别函数表示,线性判别函数是由x 的各个分量通过线性组合得到的函数,它的表达式为

g(x)=wTx+b (5-11)
  g(x)=0定义了一个决策面,其中w 是超平面的法向量,位置由阈值b的大小确定,对
于目前的两类情况,给定样本x,判别规则如下:

若g(x)>0,判定x 属于圆点类;
若g(x)<0,判定x 属于方点类;
若g(x)=0,任意对x 分类或者拒判。

SVM的目标可以表达为:找到一个超平面,使得它能够尽可能多地将两类数据点正确

地分开,同时使分开的两类数据点距离分类面最远。

n 维空间中的判别函数为g(x)=wTx+b,分类面方程为H:wTx+b=0。寻找合适的

w 和b,使其能够达到SVM的目标。

H1:wTx+b=k1 (5-12)

H2:wTx+b=k2 (5-13)

  令k=
k1-k2
2

,并代入 H1、H2 中,可以得到:

H1:wTx+b-k1+k=k;
æ

è
çb-k1+k=b-

k1+k2
2 =b~

ö

ø
÷ (5-14)

H2:wTx+b-k2+k=-k;
æ

è
çb-k2+k=b-

k1+k2
2 =b~

ö

ø
÷ (5-15)

  化简可得

H1:wTx+b~ =k (5-16)

H2:wTx+b~ =-k (5-17)
  将式(5-12)和式(5-13)进行归一化处理,可以得到:

H1:wTx+b=1 (5-18)
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H2:wTx+b=-1 (5-19)
通过将判别函数归一化,使得两类所有样本都满足 g(x)≥1,离分类面H 最近的样本满

足 g(x)=1。 因此判别函数满足如下条件:

g(xi)=
wTxi+b≥1, yi=1
wTxi+b≤-1, yi=-1{ (5-20)

综合两个条件,可以得到yi(wTxi+b)≥1,i=1,2,…,N。

任意一点x 到超平面的距离r可以表示为:r=
g(x)
‖w‖

,原点到超平面的距离可以表示

为: b
‖w‖

。 最优化超平面是由最大化间隔ρ 给出,在满足归一化后的条件下,ρ 可以表

示为

ρ= min
xi:yi= -1

|wTx+b|
‖w‖ + min

xi:yi=1

|wTx+b|
‖w‖ =

2
‖w‖

(5-21)

  因此分类间隔等于 2
‖w‖

,使 2
‖w‖

最大等价于使 w 2 最小。综上可以得到,满足

yi(wTxi+b)≥1,i=1,2,…,N 以及 w 2最小的分界面称为最优分界面,H1、H2上的训

练样本点称为支持向量。
统计学习理论指出:在n 维空间中,设样本分布在一个半径为R 的超球形范围内,则满

足条件 w ≤A 的正则超平面构成的指示函数集为

fx,w,b( ) =sgn{<w,x>+b} (5-22)
其中sgn()为符号函数,其VC维h 满足式(5-18)表明的界:

h≤min(|R2A2|,N)+1 (5-23)
因此,使 w 2 最小就变成了求下面的函数解:

V(w,b)=
1
2
<w,w> (5-24)

求解SVM的问题转换为对变量w 和b的最优化问题:

min
w,b

1
2 w 2 (5-25)

yi wTxi+b( ) ≥1, i=1,2,…,N (5-26)
可以看出,最优化问题是约束条件为不等式的条件极值问题,可以引用扩展的拉格朗日乘子

理论求解,可构造拉格朗日函数:

L(w,b,α)=
1
2‖w‖

2-∑
N

i=1
αi[yi(wTxi+b)-1] (5-27)

根据K-T条件以及极值存在条件,可以得到:

∂L(w,b,α)
∂w =w-∑

N

i=1
αiyixi=0 (5-28)

∂L(w,b,α)
∂b =∑

N

i=1
αiyi=0 (5-29)

αi=[yi(wTxi+b)-1]=0, αi ≥0,i=1,2,…,N (5-30)
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结合式(5-21)的条件,通过式(5-25)表明:只有满足yi(wTxi+b)-1=0条件的点,其拉格

朗日乘子才可能不为0;而对满足yi wTxi+b( ) -1>0的样本数据来说,其拉格朗日乘子

必须为0。根据式(5-23)可以得到:

w* =∑
i
α*

i yixi (5-31)

  显然,只有部分样本数据的αi 不为0,而线性分界面的权向量w 是这些αi 不为0的样本

数据的线性组合,因而αi 不为0的样本数据也被称为支持向量。
为了求取最佳的αi,拉格朗日引入一种对偶函数,对偶函数通过对L(w,b,α)函数求

其对w 及b的偏微分,并置零,再代回到拉格朗日函数中,得到:

L(α)=∑
N

i=1
αi-

1
2∑

N

i=1
∑
N

j=1
αiαjyiyj <xi·xj > (5-32)

  此时变为求-L(α)的最小值问题:

min 12∑
N

i=1
∑
N

j=1
αiαjyiyj <xi·xj >-∑

N

i=1
αi

æ

è
ç

ö

ø
÷ (5-33)

s.t.∑
N

i=1
αiyi=0, αi ≥0,i=1,2,…,N (5-34)

  因此,最后求得最优权向量w* =∑
i
α*

i yixi。 可以看出,最优权向量为训练样本中的

支持向量的线性组合。最优阈值b* 的确定有两种求取方法:
第一种,选择α*

i 的一个分量α*
j >0:

b* =yj -∑
N

i=1
yiα*

i <xi·xj > (5-35)

  第二种:

b* =-
max

xi:yi= -1
w*Txi+ min

xi:yi= +1
w*Txi

2
(5-36)

  由此求得决策函数g(x)=w*Tx+b*。
在实际情况中,并非所有的点可以用一条直线划分,如果继续用直线划分,必然会出现

错分点。因此,放宽要求,希望错分的程度尽可能小,可以在条件中增加松弛项ξi≥0,约束

条件放宽为yi(wTxi+b)+ξi ≥1。 此时目标函数变为

Φ(w,ξ)=
1
2‖w‖

2+C∑
N

i=1
ξi (5-37)

其中,C 为可调参数,表示对错误的惩罚程度,C 越大,惩罚越重。因此非线性问题可以描

述为

min
w,b,ξ

1
2‖w‖

2+C∑
N

i=1
ξi (5-38)

s.t.yi(wTxi+b)+ξi ≥1, i=1,2,…,N (5-39)

ξi ≥0, i=1,2,…,N (5-40)
与前述类似,引入其对偶问题:

min
α

1
2∑

N

i=1
∑
N

j=1
yiyjαiαj <xi·xj >-∑

N

i=1
αi (5-41)
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s.t.∑
l

i=0
yiαi=0 (5-42)

0≤αi ≤C, i=1,2,…,N (5-43)
求解上述最优化问题的最优解w*、b*,则决策函数为g(x)=w*Tx+b*。

例5.2 有4个二维向量及其对应标签:x1=
0
0
æ

è
ç

ö

ø
÷ ,y1=+1,x2=

1
0
æ

è
ç

ö

ø
÷ ,y2=+1,x3=

2
0
æ

è
ç

ö

ø
÷ ,y3=-1,x4=

0
2
æ

è
ç

ö

ø
÷ ,y4=-1,求最优分类面。

解:求解其对偶问题:

min 12∑
N

i=1
∑
N

j=1
αiαjyiyj <xi·xj >-∑

N

i=1
αi

æ

è
ç

ö

ø
÷

s.t.∑
N

i=1
αiyi=0αi ≥0,i=1,2,3,4

  代入可得:

max-L(α)=(α1+α2+α3+α4)-
1
2
(α22-4α2α3+4α23+4α24)

s.t.α1+α2-α3-α4=0, αi ≥0, i=1,2,3,4
  求得:α1=0,α2=1,α3=0.75,α4=0.25。

因此权值w=
1
0
æ

è
ç

ö

ø
÷-0.75

2
0
æ

è
ç

ö

ø
÷-0.25

0
2
æ

è
ç

ö

ø
÷=

-0.5
-0.5

æ

è
ç

ö

ø
÷

阈值b=-
max

xi:yi= -1
wTxi+ min

xi:yi= +1
wTxi

2 =--0.5-1
2 =

3
4

因此最优分类面为:g(x)=
3-2x1-2x2

4

5.2.2 线性不可分情况

对于图5-2所示的问题,如果用直线分类,会产生很大的误差,这类问题称为线性不可

分问题,这时就必须使用非线性分类学习机进行分类,如图5-3所示。对于这类问题,显然

不能用超曲面去划分,此时可以通过一个映射,把寻找一个超曲面的问题转换为寻找超平面

的问题。

图5-2 线性不可分问题
  

图5-3 非线性划分
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非线性SVM的基本思想是:通过非线性变换将非线性问题转换为某个高维空间中的

线性问题,在变换空间求最优分类面。一般情况下,新空间维数比原空间维数高。这种映射

可表示为:将x 作变换Φ:Rn →H (H 为某个高维特征空间)

x→Φ(x)=(Φ1(x),Φ2(x),…,Φi(x),…)T (5-44)
其中,Φi(x)是实函数。通过映射变换后,可以在新空间中建立最优超平面:

<w,Φ(x)>+b=0 (5-45)

  根据泛函的有关理论,只要一种核函数K(xi.xj)满足Mercer条件,它就对应某一变换

空间中的内积,因此可以在这个变换空间中构造线性分类,此时的最优化问题为

min
α

1
2∑

N

i=1
∑
N

j=1
yiyjαiαjK(xi·xj)-∑

N

i=1
αi (5-46)

s.t.∑
l

i=0
yiαi=0 (5-47)

0<αi <C,i=1,2,…,N (5-48)
其中,

K(xi.xj)=(Φi(x).Φj(x)) (5-49)

  通过求解对偶问题来确定最终的决策函数,这样就得到非线性可分支持向量机(标准的

支持向量机)算法。

5.3 决 策 树

前面章节中介绍的线性、非线性分类器等分类方法,针对的样本特征都是数值特征。数

值特征就是可以被测量的特征,例如人的身高体重、水杯的容量、操场的面积等。带有这种

数值特征的样本可以直接输入线性、非线性分类器,得到样本类别。然而在实际生活中,对
象的特征有些不是数值特征,如人的性别、国籍、民族,水杯的品牌、功能等,只能比较相同或

不相同,无法比较相似性和大小,这类特征叫作名义特征;还有一类特征,有些是数值,如学

号、手机号等,有些不是数值,如初中、高中、本科、硕士等学历的级别,都存在顺序,但没有尺

度,这类特征叫作序数特征。
对于名义特征,可以采用编码的方式转换成数值特征,比如人的国籍,可以用001代表

中国,010代表美国,100代表法国,但这样增加了特征的维度,而且编码后的特征仍无法作

为数值特征使用。对于序数特征,可以根据先验知识转换为数值特征,比如根据学历的高低

赋予相应的分数,把分数作为一般的数值特征来处理,但这样做受到人为因素的影响,赋分

合理与否对实际分类效果影响较大。
由此可见,虽然有方法可以将非数值特征转换为数值特征,但也存在相应的弊端。直接

利用非数值特征对样本分类将有效避免以上问题。决策树方法是一种针对非数值特征的分

类方法。在日常生活中,常用决策树的思想做出决策与分类。表5-1是某公司入职申请

数据。
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表5-1 某公司入职申请数据

编  号 性  别 年  龄 学  历 月  薪 应 届 生 是 否 录 用

1 男 23 本科 10000 是 是

2 男 30 本科 15000 否 否

3 女 25 硕士 17000 是 是

4 男 33 本科 13000 否 否

5 女 36 博士 20000 否 是

6 女 32 本科 18000 否 否

小张 男 22 本科 13000 是 ?

  小张打算入职该公司,他不知道面试官的决策思路,但他了解编号1到6员工的信息以

及录用结果。虽然没有一例和小张情况相同,但他通过对表5-1进行建模得到决策树进行

分类,大致得到了自己的申请结果。

5.3.1 基本概念

决策树是常见的分类方法,人们在生活中经常用决策树的思想来做决定。决策树是一

种对实例进行分类的树形结构。决策树由一系列节点组成,节点分为内部节点和叶节点,
图5-4为小张画出的决策树。方形的节点为内部节点,椭圆的节点为叶节点,顶部的内部节

点称为根节点(“树”是倒置的,即根在顶部,叶在底部)。每一个内部节点代表一个属性和相

应的决策规则,内部节点下面的分支表示不同的判断结果,如果分支后面是叶节点,说明已

经能够得到该样例的分类,如小张是否被录用;如果分支后面是内部节点,则需要根据该样

例的其他属性做出判断,直到遇到叶节点。如果决策树中每个内部节点下都只有两条分支,
那么可以被称为二叉树,否则称为多叉树。如果样例的分类只有两种,那么该模型是二分类

模型,否则是多分类模型。图5-4的决策树就是一个二叉树,且该模型是二分类模型。

图5-4 小张画出的决策树

小张以自身信息作为决策树的输入,从根节点“月薪”这一属性开始判断。小张要求月

薪小于15000,走向右分支到达内部节点年龄,继续判断;年龄小于25岁,到达叶节点录用,
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得到分类结果。由此可知小张大概率会被录用。需要注意的是,一个属性可以在树的多个

不同分支出现,如果该公司面对一个月薪要求大于或等于15000的博士应届生时,还要考虑

年龄是否超过40岁,则决策过程可以表示为图5-5所示的模型。

图5-5 增加“年龄是否超过40岁”分支的决策树实例

有多种构造决策树的方法,这些方法都是从根节点出发,依次对属性进行分类。分类决

策树的构造分为以下3步。
(1)确定分割规则。确定划分的属性及其阈值,将数据划分成不相交的子集,再为每个

子集确定划分属性。如图5-5所示,优先选择“月薪”这一属性,并以15000为阈值,将数据

划分为大于或等于15000的2、3、5、6为一组,小于15000的1、4为一组;再为小于15000的

一组选择“年龄”这一属性,并以25为阈值继续划分。
(2)确定叶节点。确定当前节点是继续分割还是作为叶节点,判断的标准是:如果当前

节点中每个成员都属于相同的类,就可以当作叶节点;否则继续选择属性,对该节点的成员

进行划分。
(3)把类别赋予叶节点。

图5-6 以“学历”属性为根节点的决策树实例

然而是否一定要先从“月薪”开始分类? 或者

是否改变各分类属性的顺序后依然满足表5-1的

数据? 图5-6是由表5-1的数据归纳的另一种决

策树。
对于表5-1的数据,图5-4和图5-6的决策树

都能够正确分类,图5-6的决策树仅用了两种属

性进行判断,显然要高效得多。这说明在构建决

策树时,优先选择合适的属性是十分重要的。那

么如何选择继续分割节点成员的属性呢?
选择哪一个属性来划分当前节点成员直接决定决策树的结构。这就需要一种指标来评

价每个属性,从中选取最优者。评价指标包括信息增益、信息增益率、基尼指数等,相应的决
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策树算法主要有ID3、C4.5、CART等。

5.3.2 信息增益

熵是系统混乱程度的度量。熵可以表示任何一种能量在空间均匀分布的程度,分布越

均匀,熵越大。比如对于同一堆树叶,随机散落的状态的熵比成堆状态的熵更大。
香农提出了信息的概念:信息是对不确定性的消除,比如有人指着一名小男孩说他不

到5岁,这条信息消除了一部分对这个小男孩年龄的不确定性,使猜测缩小了范围。信息量

是信息和先验知识的差距,比如有人告诉你一条已知的信息,那么这条信息是无用的,信息

量为零,再比如“中国足球队打败了阿根廷足球队”无疑具有很大的信息量,因为它所描述的

事件是小概率事件;相反,“阿根廷足球队打败了中国足球队”的信息量很小,因为它所描述

的事件概率较大。因此,描述先验概率较小的事件发生的信息所含的信息量更大。香农基

于先验概率来定义如下信息量公式:

I(x)=loga
1
p

æ

è
ç

ö

ø
÷=-loga(p) (5-50)

其中,x 是消息描述的事件,p 是x 的先验概率,a 一般取2。
信息量描述的是信息源发出的单面事件消除的不确定性,没有考虑另一面的事件,不能

描述信息源消除的平均不确定性,因此可以采用信息量的期望来描述,即信息熵:

H(X)=E[I(xi)]=-∑
n

i=1
pilogapi (5-51)

对于决策树上某个节点的样本,这个度量反映了该节点上的特征对样本分类的不纯度。在

实际应用时,可以用各类样本的比例作为概率的估计来计算样本的不纯度。例如,5个样本

分别属于不同类别,则信息熵为

H(x)=-(5×0.2×log20.2)≈2.3219
此时,样本不纯度最大,不确定性最大。如果5个样本同属一类,则信息熵为

H(x)=- 1×log21( ) =0
此时,样本最纯,没有不确定性。

例5.3 计算表5-1中数据集的信息熵。
解:表5-1中的样本分为两类:录用和不录用各包含3个样本,根据式(5-5),其信息

熵为

H(X)=-
3
6log2

3
6-

3
6log2

3
6=1

  最理想的属性能够直接将样本集合的各类区分,分开后的各子集都是同类,各子集的熵

不纯度为零。当然,如果不存在这样的属性,那应当选择能够使不纯度最有效减少的属性。
当把样本集A 按照第j个属性划分为n个独立的子集A1,A2,…,An 时,则A 的信息熵为n
个子集的信息熵按样本数量的比例作加权和:

H(A,F(J))=
A1

A H(A1)+
A2

A H(A2)+…+
An

A H(An) (5-52)

其中,A 表示样本总个数,|A1|,|A2|,…,|An|表示各子集样本个数。根据式(5-52),
可以计算一个样本集合选择了某个属性进行分类后的信息熵。
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采用第n 个属性划分样本集A,划分后的熵不纯度比划分前的熵不纯度减少量为

GainA,F(J)( ) =H(A)-H(A,F(J)) (5-53)
这个熵不纯度的减少量称为信息增益。

如果这个属性是最优的,那么分类后的信息熵相比分类前减少得最多,信息增益最大,
各样本差异最大,最有利于分类。

基于上述分析,可以比较各属性分类后的信息增益来选择最优分类属性,即信息增益最

大的是最优属性。将这一属性选择方法应用到决策树的构造中就是ID3决策树算法,其一

般流程为:首先计算当前节点所有样本的信息熵,比较采用不同属性划分样本得到的信息

增益,选择具有最大信息增益的属性赋予当前节点;如果子节点只包含一类样本,则该分支

不再生长,该节点为叶节点;如果子节点仍包含不同类样本,则重复以上步骤,直到所有子节

点都是叶节点为止。
例5.4 分别计算表5-1中的数据选择“性别”和“学历”作为根节点划分属性的解:
选择“性别”作为属性时,

Gain(A,性别)

=1+
3
6×

1
3×log2

1
3+

2
3×log2

2
3
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è
ç

ö

ø
÷+
3
6×

1
3×log2

1
3+

2
3×log2

2
3
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ø
÷
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ö

ø
÷

≈0.0817
  选择“学历”作为属性时,

Gain(A,学历)

=1+
4
6×

1
4×log2

1
4+

3
4×log2

3
4
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ø
÷
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è
ç

ö

ø
÷

≈0.459

5.3.3 信息增益率

采用信息增益选择属性存在缺点,算法会偏向取值情况多的属性,这一情况不利于分

类。C4.5决策树算法对此进行了改进,采用信息增益率作为选择属性的依据。信息增益率

定义如下:

GainRatio(A,F(j))=
Gain(A,F(j))
SplitInfo(F(j))

(5-54)

其中,SplitInfo(F(j))称为划分信息,定义如下:

SplitInfo(F(j))=-∑
N

i=1

Ai

A log2
Ai

A
(5-55)

其中,N 为采用属性F(j)进行划分时得到的子集数,Ai 是第i个子集的样本数。
在一些情况下,样本子集数增加,SplitInfo(F(j))也会增加,这在一定程度上抑制了样

本子集数多时信息增益过大的趋势。但采用信息增益率作为属性选择依据也有缺点:算法

会偏向取值情况少的属性。所以C4.5决策树算法的策略是先选出信息增益高于平均值的

一批属性,再从中选择信息增益率最高的属性。
例5.5 计算将“应届生”作为根节点划分属性的信息增益率。
解:信息增益率计算如下:
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SplitInfo(应届生)=-
2
6log2

2
6-

4
6log2

4
6 ≈0.918

GainRatio(A,应届生)=
Gain(A,应届生)
SplitInfo(应届生)=0.5

5.3.4 基尼指数

CART决策树采用基尼指数来选择划分属性。对于有k 个类别的样本集A,假设样本

属于第k类的概率为Pk,则此样本集的纯度可用基尼指数来度量:

Gini(A)=1-∑
K

k=1
pk

2 (5-56)

  在表5-1的数据中,3个被录用,3个不被录用,该样本集B 的基尼指数为

Gini(B)=1-
1
2
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假如有1个被录用,5个不被录用,则该样本集B 的基尼指数为

Gini(B)=1-
1
6
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2

+
5
6
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úú ≈0.278

假如全部被录用,则该样本集B 的基尼指数为

Gini(B)=1-12=0
  通过比较以上情况的基尼指数,可以发现样本集的纯度越高,基尼指数越小。当集合内

的样本属于同一类别时,基尼指数达到最小值零。所以,基尼指数是一种样本纯度的度量指

标。与信息熵类似,采用第j个属性划分样本集A,该属性的基尼指数为各子集的基尼指数

按样本数量的比例作加权和:

Giniindex(A,F(j))=∑
N

i=1

Ai

A Gini(Ai) (5-57)

  选择划分属性时,选择使划分前后基尼指数减少最多的属性,或者说使划分后基尼指数

最小的属性。
例5.6 计算表5-1中将“学历”作为根节点划分属性的基尼指数。
解:基尼指数计算如下:

Gini(A,学历)=
4
6 1-

1
4
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5.3.5 剪枝处理

决策树是充分考虑了所有训练样本而生成的复杂树,它在学习的过程中为了尽可能地

正确分类训练样本,需要不停地对节点进行划分,这会导致整棵树的分支过多,造成决策树

很庞大。决策树庞大有可能导致在训练集上表现很好,但在测试数据上的表现与训练数据

差别很大,即过拟合的情况。决策树越复杂,过拟合的程度越高。所以,为了避免过拟合,需
要对决策树进行剪枝。一般情况下,有两种剪枝策略,分别是预剪枝和后剪枝。

预剪枝就是控制决策树的生长。在决策树的生长过程中,每个节点在划分前,先对其进

行估计,如果该节点的划分不能提升决策树的泛化性能,那么不再划分该节点,并设为叶节
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点。对于决策树的泛化性能,可以将数据集分为训练集和测试集,使用节点划分前后决策树

在测试集上的正确率来体现泛化性能。表5-2和表5-3的苹果数据集详细说明了剪枝过程。

表5-2 苹果训练集

编  号 颜  色 表  皮 硬  度 大  小 好  果

1 深红 磕碰 软 大 是

2 浅绿 完整 硬 大 否

3 深红 磕碰 软 小 是

4 浅绿 磕碰 硬 小 否

5 浅红 完整 软 小 是

6 深红 完整 硬 小 否

7 浅绿 磕碰 硬 大 否

8 浅红 完整 软 小 是

9 浅绿 磕碰 软 小 否

10 深红 完整 软 大 是

表5-3 苹果验证集

编  号 颜  色 表  皮 硬  度 大  小 好  果

11 深红 完整 软 大 是

12 浅绿 完整 软 大 否

13 浅红 完整 软 大 否

14 深红 磕碰 软 小 是

15 浅绿 完整 硬 小 否

16 浅绿 磕碰 软 小 否

17 深红 完整 软 大 是

  首先,采用信息增益选择根节点的划分属性。根据式(5-53)计算按各属性划分后的信

息增益。划分前的信息熵为

H(A)=-
5
10log2

5
10-

5
10log2

5
10=1

则采用“颜色”这一属性划分后的信息增益为

Gain(A,颜色)=1-
4
10× -

3
4log2

3
4-

1
4log2

1
4

æ

è
ç

ö

ø
÷ ≈0.6755

采用“表皮”这一属性划分后的信息增益为

Gain(A,表皮)=1-
5
10× -

2
5log2

2
5-

3
5log2

3
5

æ

è
ç

ö

ø
÷×2≈0.0290

采用“硬度”这一属性划分后的信息增益为
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Gain(A,硬度)=1-
6
10× -

5
6log2

5
6-

1
6log2

1
6

æ

è
ç

ö

ø
÷ ≈0.6100

采用“大小”这一属性划分后的信息增益为

Gain(A,大小)=1-1=0
  可以看出,采用“颜色”划分的信息增益最大,所以考虑根节点的属性为“颜色”。接下来

用测试集验证该节点的划分能否提升决策树的泛化性能。
在划分前,所有样本集中在根节点。节点会被标记为训练集中样本数最多的类别,当各

类比例相等时,可选任意一类,这里根节点的类别选择为“坏果”。用验证集对当前单节点决

策树进行评估,有4个样本被分类正确,所以验证集精度为57.1%。用“颜色”这一属性划分

后得到3个节点,分别对应“深红”、“浅红”和“浅绿”。根据训练集的样本类别,节点类别分

别为“好果”、“好果”和“坏果”。在验证集中,除编号13的样本外全部分类正确,验证集精度

为85.71%,大于57.1%,由此证明决策树的泛化性能提升了,此处无须剪枝。继续对新生的

3个节点选择划分属性,并判断决策树的泛化性能是否提升,直到所有节点为叶节点。
预剪枝使得决策树部分分支没有生长,这在一定程度上降低了过拟合的风险。但有些

分支的生长虽然不能提升决策树的泛化性能,其后续的分支有可能提升泛化性能。预剪枝

使这种类型的分支无法生长,导致决策树有欠拟合的风险。
后剪枝是在决策树生长完后再对其进行修剪。其核心思想是:从叶节点出发,如果减

去具有相同父节点的叶节点,会使决策树的泛化性能提升,则执行剪枝,并将父节点作为新

的叶节点。以回溯的形式剪去不必要的节点,直到没有可剪枝的节点为止。表5-2的苹果

数据集不进行剪枝,则可生成图5-7所示的决策树。
接下来对图5-7所示决策树进行后剪枝操作,首先对最下层的两个叶节点进行判断。

剪枝前,决策树仅对编号13的样本分类错误,在验证集上的精度为85.71%。若剪去最下层

的两个叶节点,根据训练集中“深红”类别的样本占多数的情况,所以该节点类别为“是”。
图5-7决策树经过一次后剪枝操作得到的决策树如图5-8所示。

图5-7 苹果数据集不剪枝时对应的决策树
  

图5-8 进行一次后剪枝操作的决策树

图5-9 合并相同类别叶节点

的决策树

剪枝后的决策树在验证集上的精度为85.71%,与没有剪枝

的决策树的精度相同,决策树的泛化性能没有变化。这种情况

下,选择更简洁的决策树,同时合并同一父节点下相同类别的叶

节点,得到图5-9所示的决策树。
对于当前决策树,继续判断是否需要剪枝。如果继续剪枝,

决策树仅剩根节点,根据训练集样本类别数,根节点类别为“是”
或“否”都可以,在验证集上的精度分别为42.85%和57.14%,均

201



第 5 章 其他典型分类方法

小于剪枝前的85.71%,所以当前决策树不需要剪枝。
一般情况下,后剪枝决策树比预剪枝决策树拥有更多分支,欠拟合风险更小,泛化性能

更好。但由于后剪枝前需要先生成完整决策树,所以后剪枝决策树的训练时间更久。

5.3.6 连续值处理

现实中常遇到属性的取值为连续值的情况。连续值属性的可取值数是无限的,无法直

接根据连续值属性的可取值来确定划分界限,需要对连续值属性做离散化操作。C4.5采用

二分法对连续值属性进行处理。
对于一个样本集A,其样本在连续属性c上有从小到大n个不同取值c1,c2,…,cn。 选

取相邻两个取值的均值作为划分点ti(如式(5-58)),有n-1种选择。

ti=
ci+ci+1

2
, 1≤i≤n-1 (5-58)

  任意一种选择都可以作为候选划分点,将c的取值划分为两部分。然后选取一种评估

指标得到最优划分点。比如各候选划分点划分后的信息增益。

Gain(A,c)= max
1≤i≤n-1

Gain(A,c,ti) (5-59)

其中,Gain(A,c,ti)是样本集A 选择划分点ti 划分后的信息增益,最终选择使Gain(A,c,

ti)最大的划分点。

5.3.7 缺失值处理

现实中常遇到样本的某些属性缺失的问题。抛弃少量的不完整的样本对决策树的创建

影响不大,但如果属性缺失较多或关键属性缺失,得到的决策树是不完整的,而且可能带来

错误信息。如果直接抛弃不完整的样本,只使用完整的样本进行学习,将浪费数据集中大量

的信息。因此,有必要利用存在缺失值的样本进行训练。缺失值问题可以从以下3方面

考虑。
(1)样本存在缺失值,如何选择划分属性?

假定训练集A 存在属性c,属性c有N 个取值c1,c2,…,cn。A
~

表示在属性c上没有缺

失值的样本子集。可以根据A
~
来判断是否采用属性c进行划分。An表示A

~
在属性c取值为

n的子集,Ak
表示A

~
中属于第k类 (k=1,2,…,y)的样本子集,则A

~
为每个样本赋予一个

权重wa ,并定义

p=
∑
a∈A~

wa

∑
a∈A

wa

(5-60)

pk
=
∑

a∈Ak
wa

∑
a∈A~

wa

(1≤k≤y) (5-61)
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rn
=
∑

a∈An
wa

∑
a∈A~

wa

(1≤n≤N) (5-62)

其中,p表示完整样本占整个数据集的比例,pk
表示完整样本中第k类的比例,rn

表示完整

样本中属性c取值为cn 的比例。由此,信息增益公式可演变为

Gain(A,c)=p×Gain(A
~,c)=p×(H(A

~)-∑
N

n=1
r~nH(An)) (5-63)

H(A
~)=-∑

y

k=1
pk
log2pk

 (5-64)

  从公式上看,计算存在缺失值样本的划分信息增益时,先忽略属性值缺失的样本,然后

计算的值乘上完整样本占整个数据集的比例。
(2)选择划分属性后,如何对训练集中属性不完整的样本分类?
如果样本A 在划分属性c上的取值缺失,则将该样本分配到所有子节点中,权重wa 需

乘上在属性c上有值的样本占划分成的子集样本个数的比例rn
。 同时,计算错误率的时候,

需要考虑样本权重。比如该节点是根据c属性划分,但是待分类样本c属性缺失,假设c属

性离散,有两种取值,那么就把该待分类样本分配到两个子节点中去,但是权重需要乘以属

性离散值对应的样本占划分成的子集样本的比例。
(3)训练结束后,如何对属性值不完整的验证集样本分类?
分类时,如果待分类样本有缺失属性,而决策树决策过程中没有用到这些属性,则决策

过程和没有缺失的样本一样;如果决策需要用到缺失属性,决策树可以在当前节点做多数投

票来决定,即选择样本数最多的属性值。或者计算每个类别的概率,则待分类样本判定为最

大概率对应的类别。

5.4 随 机 森 林

处理高维数据和大数据集时,会生成一个巨大的决策树,大量的内部节点意味着要反复

计算属性选择指标,显然是不合适的。同时,得到的结构是基于特定样本集的,这个样本集

只是所有可能情况的一次随机取样。受这种随机性的影响,得到的决策树具有一定偶然性。
针对此类问题,统计学家提出一种叫作BootStrap的策略,其基本思想是通过对现有样

本进行有放回的采样来产生多个样本集,模拟数据的随机性,并在最后的结果中考虑随机性

的影响。这种策略在模式识别问题中有大量应用,其中具有代表性的一种算法叫作随机森

林算法。

5.4.1 基本概念

随机森林方法是从样本集中构建多个较小的决策树,通过多个树投票进行预测。以下

为随机森林算法的一般步骤。
(1)从样本集中有放回地随机选取m 个样本组成样本集。
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(2)用随机选取的样本集构造一个决策树。构造时,从所有属性中随机选择k 个属性,
不放回,k通常取log2K,K 为所有属性的总数。

(3)依靠抽取的样本子集和属性生成决策树。
(4)重复以上过程n 次,生成n 个决策树。
(5)用每个决策树对样本分类,通过多棵树投票进行预测。
图5-10所示为随机森林的原理图。

图5-10 随机森林的原理图

随机森林算法既对训练样本进行了采样,又对属性进行了采样,充分保证了每棵决策树

间的独立性。事实证明,这种方法具有能够有效提升模型的泛化能力,且保持较高的准确

率;能够处理高维数据集;能够评估各属性的重要性等优势,在实践中得到了广泛应用。

5.4.2 袋外错误率

随机森林分类效果(错误率)与两个因素有关:一是森林中任意两棵树的相关性,相关

性越大,错误率越大;二是森林中每棵树的分类能力,每棵树的分类能力越强,整个森林的错

误率越低。
减小属性选择个数k,树的相关性和分类能力也会相应的降低;增大k,两者也会随之

增大。所以关键问题是如何选择最优的k(或者是范围)。要解决这个问题,主要依据计算

袋外错误率(Out-Of-BagError)。
生成决策树时,从整个样本集中有放回地随机选取m 个样本组成训练样本集,这种采

样方式会导致约有36%的样本永远不会被采样到,这些样本称为袋外样本。对于已经生成

的随机森林,可以使用袋外样本测试其性能,将袋外样本输入已经生成的随机森林分类器,
分类器会给出相应的分类结果,统计随机森林分类器分类错误的数目,分类错误的样本数占

袋外样本数的比例就是袋外错误率。袋外错误率是无偏的,所以在随机森林算法中不需要

再进行交叉验证或者使用单独的测试集来获取测试集误差的无偏估计。
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5.5 Boosting方法

Boosting是一种将弱学习器提升为强学习器的算法,通过训练基学习器并根据其表现,
对训练样本分布进行调整来实现。这个过程重复进行,直至基学习器数目达到事先指定的

值T,最终将这T 个基学习器进行加权结合。Boosting方法采用迭代过程对分类器的输入

和输出进行加权处理,而不是简单地对其输出进行投票决策,通过融合多个分类器进行决

策,可以大大提高分类器的性能。在每一次迭代过程中,根据分类的情况对各个样本进行加

权。Boosting方法在分类问题中的应用广泛且有效,它通过改变训练样本的权重学习多个

分类器,并将这些分类器进行线性组合来提高分类器的性能。

AdaBoost算法是Boosing方法中最具有代表性的算法。对于Boosting方法而言,需要

解决两个问题:一是在每一轮训练中如何改变训练数据的权值或概率分布;二是如何将多

个弱分类器组合成一个强分类器。对于第一个问题,AdaBoost算法在每一轮训练中提高前

一轮被弱分类器错误分类的样本的权值,使其受到更多的关注,同时降低那些被正确分类样

本的权值。对于第二个问题,AdaBoost采用“加性模型”,即对弱分类器通过加权多数表决

的方法进行组合。

H(x)=∑
T

t=1
αtht(x) (5-65)

其中,H(x)代表强分类器,αt 代表第t个弱分类器的权值,ht(x)代表第t个弱分类器。
对于AdaBoost算法,假设给定一个二分类的训练数据集为D

D={(x1,y1),(x2,y2),…,(xt,yt)} (5-66)
其中,每个样本点由实例和标签组成,xi 代表实例,yi 代表标签。

AdaBoost算法步骤如下。
(1)初始化训练数据的权值分布,N 为样本数量。

W1=(w1,1,w1,2,…,w1,i,…,w1,N), w1i=
1
N
, i=1,2,…,N (5-67)

  (2)对于t=1,2,…,T,其中T 为训练轮数,执行如下循环。

① 使用具有初始权值的训练数据集学习,得到基本分类器:

ht(x),x→ {-1,+1} (5-68)
  ② 计算ht(x)在训练集上的分类误差:

et=∑
N

i=1
P(ht(xi)≠yi) (5-69)

  如果et >0.5,说明此基学习器的性能低于50%,直接进入下一个循环。
③ 计算ht(x)的系数:

αt=
1
2ln

1-et

et

æ

è
ç

ö

ø
÷ (5-70)

  ④ 更新训练数据集的权值分布:

wt+1,i=
wt,i

zt
exp(-αtyiht(xi)), i=1,2,…,N (5-71)
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