
     

第5章

CHAPTER
 

5

模型精度的提高

    

本章介绍了神经网络正则化的概念。正则化旨在防止模型在训练过程中的过拟合,并为

在新的未知的数据上进行测试提供更准确的结果。这一章将学习使用不同的正则化技术(L1
和L2正则化及丢弃正则化)来提高模型性能。正则化是一个重要的组成部分,因为它可以防

止神经网络过拟合训练数据,并帮助我们构建健壮、准确的模型,这些模型在新的、未知的数据

上表现良好。学完本章,读者就能在scikit-learn中实现网格搜索和随机搜索,并找到最佳的

超参数。

5.1 简介

第4章学习了使用交叉验证这一方法无偏差地测试各种超参数,以便精确地构建神经网

络。使用留一交叉验证法,在训练过程中留下一条记录用于验证,并对数据集中的每条记录重

复此操作。然后,使用k-fold交叉验证法,将训练数据集拆分为k 个子数据集,用k-1个子

数据集训练模型,并使用最后一个子数据集进行验证。这些交叉验证方法能够使用不同的超

参数训练模型并用无偏差的数据测试模型。
深度学习不仅仅是建立神经网络,还要使用可用的数据集训练它们,并报告模型的正确

率。它涉及理解模型和数据集,以及多维度地对模型进行提升。本章将介绍两项非常重要的

技术用于整体地改进机器学习模型,特别是深度学习模型。这两项技术就是正则化和超参数

调整。
本章将详细介绍正则化方法。首先阐述为什么需要这个方法,以及它如何帮助我们。然

后,将介绍两种最重要和最常用的正则化技术,即参数正则化和它的两个变体———L1和L2范

数正则化。接着,介绍一种专门为神经网络设计的正则化技术,即丢弃正则化。通过完成涉及

现实生活的数据集的实践,练习在Keras模型上实现这些技术中的每一步操作。最后,还会简

要介绍一些其他的正则化技术。
本章还会讨论超参数微调的重要性,特别是对深度学习模型而言。首先探讨微调超参数

的值为何极大地影响模型的正确率,以及微调超参数会面临的挑战。然后学习scikit-learn中

两个非常有用的方法,它们可以在Keras模型上进行超参数微调。接着学习每种方法的优点

和缺点,以及如何将它们结合在一起,使之成为一种新的方法。最后,练习使用scikit-learn的
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优化器来实现Keras模型的超参数微调。

5.2 正则化

由于深度神经网络是高度灵活的模型,过拟合是训练时经常出现的问题,因此检测和解决

过拟合是一名深度学习者必备的技能。如果模型在训练数据上表现出色,但在新的未知的数

据上表现很差,那么很明显这个模型过拟合了。
例如,建立一个用于区分猫和狗的图像分类模型,该模型在训练过程中表现出很高的正确

率,但在新的例子中却表现不佳,这就表明该模型对训练数据进行了过度训练。正则化技术是

专门用于减少机器学习模型中的过拟合现象的一组重要方法。
彻底了解正则化技术并将它们应用于深层神经网络是构建深层神经网络以解决现实问题

的关键一步。本节将介绍正则化的基本概念,这是学习以下各节的基础。

5.2.1 正则化的需求

机器学习的主要目的是建立一个模型,这个模型不仅要在训练例子上表现良好,在新例子

上也要表现良好。一个好的机器学习模型可以找到真正底层过程/功能的形式和参数生成训

练示例,但不会捕获与单个训练示例相关的噪声。这样的机器学习模型可以很好地泛化到稍

后相同过程产生的新数据。
之前讨论的方法———例如将数据集拆分为训练集和测试集,以及交叉验证———都是为了

估计训练模型的泛化能力而设计的。事实上,用来指代测试集误差和交叉验证误差的术语是

“泛化误差”,表示在训练中未使用示例的错误率。而机器学习的主要目的是建立具有低泛化

错误率的模型。
在第3章的学习中,讨论了两个非常重要的关于机器学习模型的问题:

 

过拟合和欠拟合。
欠拟合是指预测模型不够灵活或复杂,以至于捕捉不到所有与真实过程相关的关系和模式。
欠拟合会导致模型高偏差,当训练误差很高时会被检测出来。过拟合是指预测模型过于灵活

或复杂,导致模型高方差,当训练误差和泛化误差之间存在较大差距时,会被诊断出来。图5.1
中展示了以上情况在一个二进制分类问题上的表现。

图5.1 欠拟合 

正如图5.1所示,欠拟合问题比过拟合问题

更好解决。通过使模型更灵活/更复杂,可以很容

易地解决欠拟合问题。在深度神经网络中,这意

味着改变网络的架构,通过向网络添加更多层或

增加层中的单元数量来使网络变得更复杂。
再看一下过拟合的图示,如图5.2所示。
有一些简单的解决方案可以解决过拟合问

题,例如降低模型的灵活性/复杂性(同样,通过改

变网络的架构)或为网络提供更多的训练示例。
然而,降低网络的复杂性有时会以大幅增加偏差

或训练错误率为代价。其原因是,大多数时候导



83   

致过拟合的原因不是模型的灵活性,而是训练示例太少。另一方面,提供更多数据示例以减少

过拟合并不总是可行的。因此,如何在保持模型复杂度和训练样本数量不变的情况下减少泛

化误差是一项重要而又具有挑战性的工作。
再看一下模型正拟合的图示,如图5.3所示。

图5.2 过拟合 图5.3 正拟合

图5.3显示了在构建高度灵活的机器学习模型(例如深度神经网络)时需要正则化技术来

抑制模型的灵活性,使其不能对单个例子进行过拟合。下一节将学习正则化方法如何减少模

型在训练数据上的过拟合,以降低模型的方差。

5.2.2 用正则化减少过拟合

正则化方法以减少模型方差的方式修改算法。通过减少方差,正则化技术可以在不增加

训练误差(或者至少不大幅增加训练误差)的情况下减少泛化误差。
正则化方法提供了某种限制,有助于提升模型稳定性,有很多种方法可以实现这一点。在

深度神经网络上执行正则化最常见的方法之一是在权重上添加某种类型的惩罚项以保持权重

较小。
一方面,保持较小的权重可以降低网络对单个数据示例中噪声的敏感度。事实上,神经网

络中的权重是决定每个处理单元对网络最终输出的影响大小的系数。如果这些单位的权重较

大,这意味着它们中的每一个都将对权重产生重大影响。每个处理单元造成的所有重大影响

相结合,最终的输出将产生很大波动。
另一方面,保持较小的权重会减少每个单元对最终输出的影响。实际上,通过将权重保持

在零附近,一些单元对输出几乎没有影响。如果训练一个大型神经网络,其中每个单元对输出

的影响很小或没有影响,这相当于训练一个更简单的网络,因此减少了方差和过拟合。图5.4
显示了正则化如何将大型网络中某些单元的影响归零。

图5.4是正则化过程的示意图。顶部是一个没有正则化的网络,而底部是一个具有正则

化的网络,其中白色单元表示对输出几乎没有影响的单元,因为它们受到正则化的惩罚。
目前为止,已经了解了正则化的概念。下一节将介绍深度学习模型最常用的正则化方

法———L1、L2和丢弃正则化———以及如何在Keras中实现它们。
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图5.4 正则化如何将大型网络中某些单元的影响归零

5.3 L1和L2正则化

深度学习模型最常见的正则化类型是保持网络的权重较小。这种类型的正则化称为权重

正则化,有两种不同的种类:
 

L1正则化和L2正则化。本节将详细介绍这些正则化方法,以及

如何在Keras中实现它们。接下来还会将其应用到现实问题中,并观察它们是如何提高模型

性能的。

5.3.1 L1和L2正则化公式

在权重正则化中,损失函数中被添加了一个惩罚项,称为权重的L1范数(绝对值之和)或
权重的L2范数(平方和)。如果使用L1范数,则称为L1正则化。如果使用L2范数,则称为

L2正则化。无论是哪种情况,最后得到的总和都会乘以λ正则化超参数。
因此L1正则化公式为

损失函数=旧损失函数+λ×权重绝对值之和

  L2正则化公式为

损失函数=旧损失函数+λ×权重的平方和

  λ可以取0到1之间的任何值,其中λ=0表示完全没有惩罚(相当于没有正则化的网

络),λ=1表示完全惩罚。
与其他所有超参数一样,正确的λ值可以通过尝试不同的值并观察哪个值提供较低的泛

化误差来选择。事实上,先从不具有正则化的网络观察结果是一种很好的做法。然后,不断地

增加λ值执行正则化,例如0.001,0.01,0.1,0.5,…,并观察每种情况下的结果,以确定哪个

正则化参数的值对一个特定问题的权重值的惩罚合适。
在正则化优化算法的每次迭代中,权重(w)变得越来越小,所以权重正则化通常被称为权

重衰减。
目前为止,只在深度神经网络中对权重进行正则化。但是同样的过程也可以应用于偏差。

更准确地说,通过添加一个偏差惩罚项来再次更新损失函数,以保持在神经网络的训练过程中

偏差值始终很小。
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说明:
 

如果通过向损失函数添加两项惩罚来执行正则化(一项用于惩罚权重,另一项

用于惩罚偏差),那么会将其称为参数正则化而不是权重正则化。
然而,正则化偏差值在深度学习中并不常见,因为权重对于神经网络是更重要的参数。事

实上,添加权重正则化之后,再添加偏差正则化不会导致明显的结果改变。
L2正则化是机器学习中最常用的正则化技术。一方面,L1正则化和L2正则化之间的区

别在于L1会产生一个更稀疏的权重矩阵,这意味着L1有更多的权重等于0,因此更多的节点

会完全从网络中移除。另一方面,L2正则化极大地降低了权重,但同时等于0的权重较少。
当然也可以同时执行L1和L2正则化。

现在已经了解了L1和L2正则化的工作原理,接下来就需要在Keras的深度神经网络上

来实现L1和L2正则化了。

5.3.2 Keras的L1和L2正则化实现

Keras提供了一个正则化API,用于将惩罚项添加到损失函数中以便对深度神经网络每

一层的权重或偏差进行正则化。定义惩罚项或正则化,需要在keras.regularizers中定义所需

的正则化方法。
例如,要定义一个λ=0.01的L1正则器,可以这么写。

同样,要定义一个λ=0.01的L2正则器,可以这么写。

最后,要使用λ=0.01同时定义L1和L2正则器,可以这么写。

每一个regularizer都可以应用于层中的权重和/或偏差。例如,如果想对具有8个节点的

密集层的权重和偏差应用L2正则化(λ=0.01),可以这么写。

接下来在实践5.01中进一步练习L1和L2正则化的实现。该实践将在Avila数据集的

深度学习模型上应用正则化,观察结果与之前相比有何变化。
说明:

 

本章中的所有实践都将在Jupyter
 

Notebook中开发。在https://packt.live/
2OOBjqq下载本书的GitHub存储库和所有准备好的模板。

Avila数据集是从Avila
 

Bible的800张图像中提取的,该数据集包括文本图像的各种特

征,例如列间距和文本的边距。该数据集还包含一个类标签,代表图像的格式是否属于常出现

的类别。在本实践中,构建一个Keras模型,并根据给定的网络架构和超参数值对该数据集进

行分类。目的是在模型上应用不同类型的权重正则化,并观察每种类型如何改变结果。
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出于以下两个原因,使用训练集/测试集的方法在本次实践中进行评估。首先,由于需要

尝试几种不同的正则化器,因此执行交叉验证需要很长时间。其次,还需要绘制训练误差和测

试误差的趋势,以便直观地了解正则化是如何防止模型过拟合数据示例的。
按照下述步骤完成本实践。
(1)

 

使用命令X
 

=
 

pd.read_csv('../data/avila-tr_feats.csv')和y
 

=
 

pd.read_csv
 

('../
data/

 

avila-tr_target.csv')从 GitHub的Chapter05中加载data子文件夹。使用sklearn.
model

 

_selection.train_test_split方法对训练集和测试集进行拆分,保留20%的数据为测试

数据。
(2)

 

定义一个具有三个隐藏层的Keras模型,第一个大小为10,第二个大小为6,第三个

大小为4来执行分类。将这些值用于以下超参数:
 

activation= 'relu',
 

loss= 'binary_
 

crossentropy',
optimizer= 'sgd',metrics=['accuracy'],batch_size=20,epochs=100,shuffle=False。

(3)
 

在训练集上训练模型并使用测试集对其进行评估,存储每次迭代的训练损失和测试

损失。训练完成后,绘制训练误差和测试误差的趋势图(将纵轴的界限改为(0,1),以便更好地

观察损失的变化)。测试集上的最小错误率是多少?
(4)

 

将λ=0.01的L2正则化器添加到模型的隐藏层并重复训练。训练完成后,绘制训练

误差和测试误差的趋势。测试集上的最小错误率是多少?
(5)

 

使用λ=0.1和λ=0.005重复步骤(4),针对每个λ 值训练模型,并报告结果。在这

个深度学习模型和这个数据集上执行L2正则化时,哪个λ值是更好的选择?
(6)

 

重复步骤(5),这次使用λ=0.01和λ=0.005的L1正则化器,为每个λ 值训练模型

并报告结果。在这个深度学习模型和此数据集上执行L1正则化时,哪个λ值是更好的选择?
(7)

 

将L1
 

λ=0.005和L2
 

λ=0.005的L1_L2正则化器添加到模型的隐藏层并重复训

练。训练完成后,绘制训练误差和测试误差的趋势。测试集上的最小错误率是多少?
完成上述步骤后,预期输出结果如图5.5所示。

图5.5 模型在训练期间的训练误差和验证误差图

说明:
 

该实践的答案见附录A的实践5.01
 

Avila模式分类器上的权重正则化。

彩色图片
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在本实践中,针对实际问题实施L1和L2权重正则化,并将正则化模型的结果与未进行

任何正则化的模型结果进行了比较。下一节将探讨丢弃正则化。

5.4 丢弃正则化

本节将了解丢弃正则化的工作原理、其是如何实现减少过拟合的以及如何使用Keras实

现它。最后,通过完成一项涉及真实数据集的实践来练习所学到的关于丢弃正则化的知识。

5.4.1 丢弃正则化原理

丢弃正则化在训练期间通过从神经网络中随机删除节点来工作。更准确地说,丢弃正则

化在每个节点上设置了一个概率。这个概率是指节点在学习算法的每次迭代中被包含在训练

中的机会。假如有一个大型神经网络,其中为每个节点分配了0.5的丢弃正则化机会。在这

种情况下,每次迭代中,学习算法都会为每个节点掷硬币,以决定该节点是否会从网络中移除。
图5.6中可以看到此类过程的说明。

图5.6 从深度神经网络中删除节点的丢弃正则化

这个过程在每次迭代中重复,这意味着

每次迭代随机选择的节点都会从网络中移

除,也意味着参数更新过程是在不同的较小

网络上完成的。例如,图5.6所示的底部显

示的网络将仅被用于一次训练迭代。对于

下一次迭代,一些其他随机选择的节点将从

顶部网络中删除,因此删除这些节点所产生

的网络将与图中的底部网络不同。
当学习算法在迭代中选择删除/忽略某

些节点时,这意味着这些节点在该迭代中根

本不会参与参数的更新过程。更准确地说,
预测输出的前向传播、损失计算和计算导数

的反向传播都是在较小的网络上完成的,但去掉了一些节点。因此,参数更新将仅在该迭代中

出现在网络中的节点上进行;
 

被移除节点的权重和偏差不会更新。
需要注意的是,丢弃正则化需要在删除了随机选择的节点所建立的网络上进行训练,评估

必须使用原始网络进行。如果对删除了随机节点的网络进行评估,结果中会引入噪声,这是不

可取的。下一节将了解为什么丢弃正则化有助于防止过拟合。

5.4.2 使用丢弃正则化减少过拟合

本节将讨论丢弃正则化方法的概念。正如之前所讨论的,正则化技术的目标是防止模型

产生过拟合。因此,我们将探讨从神经网络中随机删除部分节点是如何有助于减少方差和过

拟合的。
对这一点最简单的解释是,通过从网络中删除节点,可以在更小的网络上进行训练,较小

的神经网络灵活性较低,因此网络对数据过拟合的可能性较低。
丢弃正则化之所以能更好地减少过拟合还有另一个原因。通过在深度神经网络的每一层
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随机去除输入,整个网络对单个输入的敏感性降低。在训练神经网络时,权重会以最终模型适

合训练示例的方式更新。通过从训练过程中随机移除一些权重,丢弃正则化强制其他权重参

与到与训练示例相关的迭代学习中,因此最终的权重将分布得更广泛。
换句话说,这不是因为某些权重为了适应输入值而更新了太多次,而是所有权重都参与学

习了这些输入值,因此过拟合减少了。这就是为什么与较小的简单网络相比,丢弃正则化会在

更大的网络上对于新的未见过的数据表现更好。
现在我们了解了丢弃正则化的基本过程及其有效性的原因,接下来继续在Keras中实现

丢弃正则化。

丢弃正则化是Keras的核心层,因此可以像在网络中添加其他层一样,向模型添加丢弃正

则化层。在Keras中定义丢弃正则化层时,需要提供rate超参数。rate可以取0到1之间的

任何值,代表确定要删除或忽略的输入单元的部分。在本训练中将逐步学习使用丢弃正则化

层实现Keras深度学习模型。
模拟数据集是树木的各种测量值,例如高度、树枝数量和树干的周长。要根据给定的测量

值将记录分类为落叶树(类别值为1)或针叶树(类别值为0)。该数据集由10000条记录组成,
这些记录由两个类组成,代表两种树类型,每个数据示例有10个特征值。按照以下步骤完成

此训练。
(1)

 

首先,执行以下代码块加载数据集并将其拆分为训练集和测试集。

(2)
 

导入所有的依赖项。构建一个没有丢弃正则化的四层Keras序列模型。构建一个有

16个单元的第一隐藏层、12个单元的第二隐藏层、8个单元的第三隐藏层、4个单元的第四隐

藏层的网络,所有单元都加入ReLU激活函数。添加一个带有sigmoid激活函数的输出层。
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(3)
 

使用二元交叉熵作为损失函数和sgd作为优化器编译模型,并在训练集上使用batch_
size=50训练模型300个轮次。然后,在测试集上评估训练好的模型。

预期输出如下。

因此,在训练模型300个轮次后,预测树种的测试错误率为16.98%。
(4)

 

重新定义一个与先前一样的模型,但是添加一个rate=0.1的丢弃正则化到模型的第

一个隐藏层,并在测试数据上重复模型的编译、训练和评估步骤。

预期输出如下。

在网络第一层加入rate=0.1的丢弃正则化后,测试错误率从16.98%降低到16.89%。
(5)

 

重新定义一个与先前一样的模型,但是添加一个rate=0.2的丢弃正则化到模型的第

一个隐藏层,再对每个剩余层都添加一个rate=0.1的丢弃正则化,并在测试数据上重复模型

的编译、训练和评估步骤。
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预期输出如下。

在第一层保持rate=0.2的丢弃正则化,同时在后续层添加rate=0.1的丢弃正则化,测
试错误率从16.89%增加到19.39%。与L1和L2正则化一样,添加过多的丢弃正则化会阻

止模型学习与训练数据相关的底层函数,导致比没有丢弃正则化时偏差更高。
正如在本训练中看到的那样,还可以根据在这些层中可能发生的过拟合程度,对不同的层

应用不同rate的丢弃正则化。通常不希望在输入层和输出层上执行丢弃正则化。对于隐藏

层,需要调整速率值并观察结果,以确定最适合特定问题的值。
说明:

 

源代码网址为https://packt.live/3iugM7K。在线运行代码网址为https://

packt.live/31HlSYo。
在下一个实践中,将对Traffic

 

Volume数据集实现Keras深度学习模型及丢弃正则化。

在实践
 

4.03中使用Keras包装器并通过交叉验证评估了模型。当给定与交通数据相关

的各种标准化特征(如当天和前一天的交通量等)时,使用交通量数据集构建了一个模型来预

测穿过城市桥梁的交通量。这个数据集包含10000条记录,每条记录包含10个属性/特征。
接下来基于实践4.03中的模型来开始本实践。使用训练集/测试集方法来训练和评估模

型,绘制训练误差和泛化误差的趋势图,并观察模型是如何过拟合数据示例的。然后,尝试通

过使用丢弃正则化解决过拟合问题来提高模型性能。最后,尝试找出应该向哪些层添加丢弃

正则化,以及哪个rate值将会最大限度地改进模型。按照以下步骤完成此实践。
(1)

 

使用Pandas的read_csv函数加载数据集。数据集也存储在GitHub上的Chapter05的

data子文件夹中。按照80∶20的比例将数据集拆分为一个训练集和一个测试集。
(2)

 

定义具有两个大小为10的隐藏层的Keras模型来预测交通量。接下来,将这些值用
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于下面这些超参数:
 

activation= 'relu',loss= 'mean_squared_error',optimizer= 'rmsprop',
 

batch
 

_
size=50,epochs=200,

 

shuffle=False。
(3)

 

在训练集上训练模型并在测试集上进行评估,存储每次迭代的训练损失和测试

损失。
(4)

 

训练完成后,绘制训练误差和测试误差的趋势图。最后,计算训练集和测试集的最低

错误率是多少。
(5)

 

将rate=0.1的丢弃正则化添加到模型的第一个隐藏层中,并重复此训练过程(因为

使用丢弃正则化进行训练需要很长的时间,所以训练200个轮次)。训练完成后,绘制训练误

差和测试误差的趋势图。最后,计算训练集和测试集的最低错误率是多少。
(6)

 

重复步骤(5),将rate=0.1的丢弃正则化添加到模型的两个隐藏层中,训练模型并报

告结果。
(7)

 

重复步骤(6),这次在第一层设置rate=0.2,在第二层设置rate=0.1,训练模型并报

告结果。
(8)

 

最终,在这个深度学习模型和这个数据集上,选出性能最好的丢弃正则化方法。
预期输出如图5.7所示。

图5.7 使用丢弃正则化训练模型时的训练误差和验证误差图

说明:
 

该实践答案见附录A的实践5.02
 

Traffic
 

Volume数据集的丢弃正则化。
本实践中我们一起学习了如何在Keras中实现丢弃正则化,并在交通流量数据集上训练

如何使用它。丢弃正则化是专门为减少神经网络中的过拟合而设计的,其工作原理是在训练

过程中随机地从神经网络中移除节点。这个过程会使神经网络的权重值均匀分布,从而减少

单个数据示例的过拟合。下一节将讨论其他防止模型过拟合的正则化方法。

5.5 其他正则化方法

本节将简要介绍一些其他我们常用的并且已被证明在深度学习中有效的正则化技术。因

彩色图片
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为正则化是机器学习中一个广泛而活跃的研究领域,所以不可能在一章中涵盖所有可用的正

则化方法。因此,本节将简要介绍另外三种正则化方法:
 

早停、数据增强和添加噪声。了解它

们的基本思想,并获得一些如何使用它们的提示和建议。

5.5.1 在Keras中实现早停

在本章前面讨论了机器学习的一个主要假设是有一个真实的函数或过程可以产生训练样

本。然而,这个过程是未知的,也没有明确的方法可以找到它。不仅没有办法找到确切的底层

流程,而且选择一个具有适当级别的灵活性或复杂性的模型来评估流程也是具有挑战性的。
因此,一种好的做法是选择高度灵活的模型,例如深度神经网络,来对过程进行建模并仔细监

控训练过程。
通过监控训练过程可以训练模型,使其能够捕获训练过程,并且可以在它开始过度适应单

个数据示例之前停止训练。这就是早停的基本思想。在第3章的模型评估部分就简要讨论了

早停的想法。通过在训练过程中监测、观察训练误差和测试误差的变化,可以确定训练多少

合适。
图5.8显示了在数据集上训练高度灵活的模型时训练误差和测试误差的变化,训练需要

在标记为“合适的拟合”的区域中停止,以避免过拟合。

图5.8 训练模型时的训练误差和测试误差图

在第3章中练习了通过存储和绘制训练误差和测试误差的变化来识别过拟合。在训练

Keras模型时提供验证集或测试集,并使用以下代码在每个训练时期存储它们的指标值。

本节将学习如何在Keras中实现早停,即当所需指标(如测试错误率)不再提高时,迫使

Keras模型停止训练。为此需要定义一个 EarlyStopping()回调,并将其作为参数提供给

model.fit()。
定义EarlyStopping()回调时,需要为其提供正确的参数。第一个参数是监视器,它确定

在训练期间将监控什么指标,以执行早停。通常monitor= 'val_loss'是一个很好的选择,这意

味着要监控测试错误率。
此外,根据为监视器选择的参数,需要将模式参数设置为“min”或“max”。如果度量标准
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是错误/损失,就将其最小化。例如,以下代码块定义了一个EarlyStopping()回调,用它在训

练期间监视测试错误并检测错误是否不会再减少。

如果错误率有很大的波动或噪声,那么当损失开始增加时停止训练可能不是一个好办法。
出于这个原因,将patience参数设置为若干轮次,以便在停止训练过程之前用更长的时间来监

控所需的指标。

如果监控器指标在监控中没有改进,或者监控器指标已达到基线水平,还可以修改

EarlyStopping()回调,则停止训练过程。

定义EarlyStopping()回调后,可以将其作为回调参数提供给 model.fit()并训练模型。
训练将根据EarlyStopping()回调自动停止。

在本训练中将学习如何在Keras深度学习模型上实现早停。使用一个模拟数据集,它包

含树木的各种测量值,例如高度、树枝的数量和树干的周长。根据给定的测量值将记录分类为

落叶树或针叶树。
首先,执行以下代码块加载包含10000条记录的模拟数据集,该数据集由代表两种树种的

两个类组成,落叶树种的类值为1,针叶树种的类值为0。每条记录中有10个特征值。
建立一个模型,在给定树的测量值上预测树的种类。
(1)

 

使用Pandas库的read_csv函数加载数据集,并使用train_test_split函数将数据集拆

分为80∶20的比例。

(2)
 

导入所有必要的依赖项。在不早停的情况下构建三层Keras序列模型。第一层有16
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个单元,第二层有8个单元,第三层有4个单元,都带有ReLU激活函数。添加带有sigmoid
激活函数的输出层。

(3)
 

设置损失函数为二元交叉熵,优化器为sgd,编译模型。在batch_size=50的情况下

对模型训练300次,同时在每次迭代中存储训练误差和验证误差。

(4)
 

导入绘图相关的库。

(5)
 

绘制在拟合过程中创建并存储的训练误差和验证误差图。

预期输出如图5.9所示。
从图5.9中可以看出,将模型训练300个轮次的结果是训练误差和验证误差之间的差距

越来越大,这表明开始发生过拟合。
(6)

 

重新定义模型,用相同的层数和每层内相同的单元数来创建模型,这样做的目的是确

保模型以同样的方式被初始化。在训练过程中添加一个回调es_callback=EarlyStopping
(monitor

 

= 'val_loss',mode= 'min')。重复步骤(5)绘制训练误差和验证误差图。
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图5.9 在不早停的情况下的训练误差和验证误差图

(7)
  

绘制误差图。

输出如图5.10所示。
通过在模型中添加

 

patience=0
 

早停回调,训练过程在大约39个轮次后自动停止。

彩色图片
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图5.10 早停的训练误差和验证误差图(patience=0)

(8)
 

重复步骤(3),同时将patience=10添加到早停回调中。重复步骤(5)绘制训练误差

和验证误差图。

(9)
 

再次画出误差图。

彩色图片
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预期输出如图5.11所示。

图5.11 早停的训练误差和验证误差图(patience=10)

通过在模型中添加patience=10的早停回调,训练过程在大约150个轮次后自动停止。
在本训练中学习了如何应用早停来防止 Keras模型过拟合训练数据。为此,使用

EarlyStopping回调并用它来训练模型。使用此回调在验证损失出现增加时停止模型训练,并
添加了一个patience参数,该参数规定了在多少个轮次之后早停模型。

说明:
 

源代码网址为https://packt.live/3iuM4eL,在 线 运 行 代 码 网 址 为https://

packt.live/38AbweB。

5.5.2 数据增强

数据增强是一种正则化技术,它试图通过廉价的方式在更多训练示例上训练模型来解决

过拟合问题。在应用数据增强时,可用数据以不同的方式转换成为新的训练数据到模型中。
这种类型的正则化已被证明是有效的,特别是对于某些特定的应用,如计算机视觉和语音处理

中的目标检测/识别。
例如,在计算机视觉的应用中,可以通过将每个图像的镜像版本和旋转版本添加到数据集

来简单地将训练数据集的大小增加一倍或三倍。这些转换生成的新训练样例显然不如原来的

训练样例好,但它们可以改进模型过拟合。
执行数据增强的一个具有挑战性的方面是选择要对数据执行的正确变换。可根据数据集

和应用程序的类型选择转换方式。
 

5.5.3 添加噪声

对数据添加噪声来正则化的基本思想与数据增强相同。在小数据集上训练深度神经网络

增加了网络记忆单个数据示例,而不是获取输入和输出之间的关系。这会导致其在之后的新

彩色图片
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数据上表现不佳,表明模型过拟合了训练数据。相反,在大型数据集上训练模型会增加模型捕

获真实底层过程的机会,而不是记住单个数据点,减少过拟合。
扩充训练数据和减少过拟合的一种方法是向可用数据中注入噪声来生成新的数据示例。

这种类型的正则化可以减少过拟合,与权重正则化技术的效果相当。
通过将单个示例的不同版本添加到训练数据中(每个版本都是通过在原始示例中添加少

量噪声而创建的),可以确保模型不会拟合数据中的噪声。此外,通过扩充这些修改后的示例

来增加训练数据集的大小,使模型可以更好地表示底层数据的生成过程,增加了模型学习真实

过程的机会。
在深度学习的应用中,可以通过向隐藏层的权重、激活函数、网络的梯度甚至输出层添加

噪声,以及通过向训练样本(输入层)添加噪声来提高模型性能。另一个需要通过尝试不同网

络并观察结果来解决的挑战:
 

确定在深度神经网络中的何处添加噪声。
在Keras中可以轻松地将噪声定义为一个层,并将其添加到模型中。例如,要将标准差为

0.1(均值等于0)的高斯噪声添加到模型中,可以这样写。

以下代码将为模型的第一个隐藏层的输出/激活结果中添加高斯噪声。

在本节中学习了3种正则化方法:
 

早停、数据增强和添加噪声。除了学习基本概念和过

程之外,还学习了它们是如何减少过拟合的,并获得了一些关于如何使用它们的提示和建议。
下一节将学习使用scikit-learn提供的函数来调整超参数。这样做的目的是将Keras模型合

并到scikit-learn工作流中。

5.6 scikit-learn超参数调优

超参数调优是提高深度学习模型性能的一项非常重要的技术。在第4章中了解了如何将

Keras包装器与scikit-learn组合使用,它允许在scikit-learn工作流中使用 Keras模型。因

此,scikit-learn中有很多不同的机器学习和数据分析工具及方法都已应用于Keras深度学习

模型了,这其中就包括scikit-learn超参数优化器。
第4章学习了通过编写用户自定义函数,以循环每个超参数的可能值来微调超参数。本

节将学习使用scikit-learn中可用的各种超参数优化方法以更简单的方式执行它。通过完成

涉及真实数据集的实践来训练应用这些方法。

5.6.1 使用scikit-learn进行网格搜索

目前为止,构建深度神经网络会涉及多个超参数的确定。超参数包括隐藏层的数量、每个

隐藏层包含的单元数量、每层的激活函数、网络的损失函数、优化器的类型及其参数、正则器的
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 图5.12 由优化器、批量大小、轮次的

一些值创建的超参数网格

类型及其参数、批量大小、训练轮数等。不同的超参数值

会显著影响模型的性能。
因此,如何确定最优的超参数值已成为深度学习专

家极重要和极具挑战性的部分之一。由于选择适用于每

个数据集和每个问题的超参数没有绝对的规则,因此需

要通过对每个特定问题的反复试验来确定超参数的值。
使用不同超参数训练和评估模型并根据模型性能决定最

终超参数的这个过程称为超参数微调或超参数调优。
为每个超参数设置一个范围或一组可能的值是非常

重要的。可以创建一个网格,如图5.12所示。因此,超
参数调优可以看作一个网格搜索问题;

 

尝试网格中的每

个单元格(超参数的每种可能组合)并找到一个可以为模

型带来最佳性能的单元格。
scikit-learn提供了一个名为GridSearchCV()的参数优化器来执行这种详尽的网格搜索。

GridSearchCV()接收模型作为估计器参数,接收包含超参数所有可能值的字典作为param_

grid参数。然后它遍历网格中的每个点,使用该点的超参数值对模型执行交叉验证,并返回最

佳交叉验证值,以及导致该分数的超参数值。
在第4章中了解到在scikit-learn中使用Keras模型,需要定义一个返回Keras模型的函

数。例如,下面的代码块定义了一个Keras模型,稍后在该模型上进行超参数调优。

下一步是定义参数网格。假设调整optimizer=['rmsprop','adam ','sgd','adagrad'],
 

epochs=[100,150],batch_size=[1,5,10]。

现在已经创建了超参数网格,可以创建包装器了,以便为Keras模型构建接口并将其用作

估计器来执行网格搜索。
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前面的代码遍历网格中的每个单元格,并使用每个单元格中的超参数值执行10-fold交叉

验证(这里,它执行10-fold交叉验证4×2×3=24次)。然后,返回这24个单元格中每个单元

格的交叉验证值,以及获得最佳分数的那个值。
说明:

 

对许多可能的超参数组合执行k-fold交叉验证肯定需要很长时间。由于这个

原因,可以通过将n_jobs=-1参数传递给GridSearchCV()来并行化该过程,这样会用每个

可用的处理器来执行网格搜索。此参数的默认值为n_jobs=1,这意味着没有并行化。
创建超参数网格只是迭代超参数并寻找最佳选择的一种方法。另外一种方法是简单地随

机选择超参数,将在下一节中学习。

5.6.2 使用scikit-learn进行随机搜索
因为详尽的网格搜索效率不高,所以它并不是调整深度学习模型超参数的最佳选择。在深

度学习中有许多的超参数,详尽的网格搜索可能会需要很长的时间才能完成。执行超参数调优

的另一种方法就是在网格上进行随机抽样,并对一些随机选择的单元格执行k-fold交叉验证。
scikit-learn提供了一个称为RandomizedSearchCV()的优化器来执行随机搜索以实现超参数优化。

例如,更改5.6.1节的网格搜索为随机搜索,如下所示。

注意,RandomizedSearchCV()需要提供额外的n_iter参数,该参数的作用是确定函数选

择多少个随机单元格,它决定了需要执行多少次k-fold交叉验证。因此,如果选择较小的值,
将考虑较少的超参数组合,并且该方法将花费较少的时间。另外,param_grid参数在此处更

改为param_distributions。param_distributions参数可以作为一个字典,其中参数名称作为

键,参数列表或分布作为每个键的值。
RandomizedSearchCV()不如GridSearchCV()好,因为它没有考虑超参数的所有可能值

和组合。因此,对深度学习模型执行超参数调整的一种聪明方法是,要么对许多超参数执行

RandomizedSearchCV(),要么对较少且它们之间有较大差距的超参数使用GridSearchCV()。
通过对超参数进行随机搜索,可确定哪些超参数对模型性能影响最大。它还可以帮助我

们缩小重要超参数的范围。然后通过对较少数量的超参数和每个超参数的较小范围执行

GridSearchCV()来完成超参数调整。这被称为coarse-to-fine超参数调优。
这一节中练习使用scikit-learn优化器实现超参数调优。接下来将在下一个实践中尝试

通过调整超参数来优化Avila,数据集的模型。

在本实践中将构建一个与实践5.01类似的Keras模型,但这次,需要将向模型添加正则
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化。然后,再使用scikit-learn优化器对模型执行超参数调整,包括对正则化器的超参数进行

调整,具体步骤如下。
(1)

 

使用X=pd.read_csv('../data/avila-tr_feats.csv')和y
 

=
 

pd.read_csv('../data/
avila-tr_target.csv')从GitHub的Chapter05文件夹的data子文件夹中加载数据集。

(2)
 

该函数返回一个具有三个隐藏层的Keras模型,第一个隐藏层的大小为10,第二个隐

藏层的大小为6,第三个隐藏层的大小为4,均采用L2权重正则化。使用这些值作为模型的超参

数:
 

activation= 'relu',loss= 'binary_crossentropy',optimizer= 'sgd'和metrics
 

=
 

['accuracy']。此

外,还应将L2
 

lambda
 

超参数作为参数传递给函数,以便稍后对其进行调优。
(3)

 

为Keras模型创建包装器并使用cv=5对其执行GridSearchCV()。然后,在参数网

格中添加以下值:
 

lambda_parameter=[0.01,0.5,1],epochs=[50,100]和batch_size=
 

[20]。参数搜索完成后,输出最佳交叉验证分数的准确率和超参数。还可以输出所有其他交

叉验证分数,以及产生该分数的超参数。
(4)

 

重复步骤(3),这次在更小的范围内使用 GridSearchCV(),lambda_parameter=
[0.001,

 

0.01,0.05,0.1],epochs=[400],batch_size=[10]。
(5)

 

重复步骤(4),但从Keras模型中移除L2正则化器,在每个隐藏层添加带有rate参数

的丢弃正则化。使用参数网格中的以下值对模型执行GridSearchCV()并输出结果。rate=
[0,0.2,0.4],epochs=[350,400]和batch_size=[10]。

(6)
 

重复步骤(5),使用rate=[0.0,0.05,0.1]和epochs=[400]。
执行这些步骤后,预期输出如下。

说明:
 

本实践答案见附录A的实践5.03对Avila模式分类器进行超参数调优。
在本实践中,一起学习了如何使用正则化器在Keras模型上实现超参数调优,以使用真实

数据集执行分类。还学习了如何使用scikit-learn优化器对模型超参数进行调优,包括正则化

器的超参数。在本节通过创建超参数网格并迭代它们来实现超参数调优,使用scikit-learn工

作流找到最优的超参数集。

5.7 总结

本章介绍了用于提高深度学习模型正确率的两个非常重要的技术:
 

正则化和超参数调

优。了解了正则化是如何通过几种不同的方法来解决模型过拟合问题的,包括L1和L2正则

化及丢弃正则化,还有其他常用的一些正则化技术。另外,我们发现了超参数调优对机器学习

模型的重要性,尤其是对深度学习模型进行超参数调整极具挑战性。
下一章将探讨评估模型性能时正确率指标及其他指标(如准确度、灵敏度、特异性和

AUC-ROC评分)的局限性,包括如何使用它们来更好地评估模型。


