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  人工智能技术经历了三起两落,目前处于第三次人工智能浪潮期。这一浪潮中,既
有计算机算力增长、互联网大数据剧增等外部因素影响,也有人工智能技术本身迅猛发

展的因素,而其中的核心就是深度学习技术。因此,了解深度学习的基本概念与原理,了
解深度学习网络的关键问题至关重要。

本章首先介绍神经元概念,在此基础上给出深度学习的基本定义和特点;
 

然后给出

深度学习网络设计的三个核心问题,即网络结构的定义、深度学习网络的目标函数以及

网络的优化算法;
 

最后针对网络优化算法中的关键技术———后向传播算法进行重点阐述

与推导。

3.1 深度学习的基本定义和特点

3.1.1 神经元与生物神经网络

  在了解人工神经元之前,先要了解人脑学习的机制。人脑在学习、思考和认知事物

时,原理比较简单,首先通过感觉器官接收信息,如通过视觉、听觉、触觉、嗅觉和味觉等

感知外面世界;
 

其次将接收的信息在脑内进行信息加工,然后将输出信息以某种反应的

形式输出,这个过程不断交叉重复,逐渐累积知识或能力,从而形成创造力。而信息加工

的主体就是人脑中的生物神经网,生物神经网络是由很多神经元相互连接而构成的极为

庞大而又错综复杂的系统,神经元是生物神经系统结构和功能的基本单位[1]。生物神经

元和生物神经网络分别如图3-1和图3-2所示。神经元的形状和大小差异比较大,但具

有一些共同结构。神经元主要包括细胞体和突起两部分,细胞体中央有细胞核,细胞核

是细胞的能量中心。细胞体向外伸出两种胞体:
 

呈树枝状的称为树突,它接收其他神经

元的信息并传至本细胞体;
 

一根细长的突起称为轴突,它把神经冲动由胞体传至远处,传
给与之连接的其他神经元的树突或者肌肉与腺体。

图3-1 生物神经元的结构 图3-2 生物神经网络

神经元之间的连接不是固定不变的,在人类成长过程中,一些新连接会逐渐被建立,
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一些连接可能会消失。研究表明,人类在8岁左右神经元达到相对比较稠密的峰值状

态,随后神经网络会变得稀疏。

3.1.2 人工神经元及其分类能力

人工神经元是对生物神经元的功能模拟模型,前面讲神经元模型时,重点强调了树

突、轴突和细胞体。因此一个简单的人工神经元构造如图3-3所示,同时接收其他神经元

传递过来的D 个信号,分别为x1,x2,…,xD,由于各个信号的强度不同,反应刺激也不

同,因此将其赋予了不同的权值w1,w2,…,wD 后进行求和叠加,然后利用一个非线性

函数g
 

来模拟输出的反应。神经元可以表示为两个部分,一是神经元的线性输入a(x),
二是神经元的非线性输出h(x),其中:

 

a(x)=b+∑
D

i=1
wixi=wTx+b (3.1)

h(x)=g(a(x))=gb+∑
D

i=1
wixi  =g(wTx+b) (3.2)

式中:
 

b为神经元偏置;
 

g 为激活函数。

图3-3 神经元的结构

常用的非线性激活函数有六种,如表3-1所示。

表3-1 激活函数

函
 

数
 

名
 

称 映
 

射
 

关
 

系 表 示 图 说  明

线性函数 f=g(a)=a 输入即输出

step函数 f=g(a)=
1, a≥0
0, a<0 

输入信号大于或等于

0时,输出为1;
 

否则,
为0
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续表

函
 

数
 

名
 

称 映
 

射
 

关
 

系 表 示 图 说  明

sign函数 f=g(a)=
1, a≥0
-1, a<0 

输入信号大于或等于

0时,输出为1;
 

否则,
为-1

Sigmoid函数 f=g(a)=
1

1+exp(-a)
有界 函 数,将 输 入 信

号变换到(0,1)区间内

tanh函数 f=g(a)=
exp(a)-exp(-a)
exp(a)+exp(-a)

有界 函 数,将 输 入 信

号变 换 到(-1,1)区
间内

ReLU函数 f=g(a)=
a, a≥0
0, a<0 

半波 整 流 函 数,当 输

入信号大于或等于0
时,信号直接输出;

 

否

则,为0

下面以g 函数为sign函数时来了解下神经元的基本能力[2]。sign函数将空间分成

两类,一是+1,另一类是-1;
 

分类面如图3-4中所示悬崖立面,具体表示为wTx+b=0,
而权重向量w 是分类面的法向量。对于分类面上的任意两点x1 和x2,有

wTx1+b=0

wTx2+b=0 ⇒wT(x1-x2)=0 (3.3)

由于w 与分类面上的任意两点x1 和x2 都垂直,因此w 是分类面的法向量。原点到平面

的距离为b/‖w‖。

图3-4 神经元的分类面

利用单个神经元进行二分类问题,当采用Sigmoid函

数时,可以用单个神经元模拟二分类的概率P(y=1|x),这
个分类器通常也称为逻辑回归分类器。若P(y=1|x)≥0.5,
则判决为类别1;

 

否则,为类别0。因此,单个神经元的

分类能力是线性的。单个神经元构成的分类器也称为

感知机,该分类器可以解决线性可分问题。如图3-5所示

的三个例子,图3-5(a)是x1 或x2 问题,图3-5(b)是x1
非与x2 问题,图3-5(c)是x1 与x2 非问题,其中x1 和

x2 的取值都只有0和1两种。由于都是线性可分问

题,单个神经元构成的感知机分类器是可以进行分类的。

1969年,著名的人工智能学家马文·明斯基提出异或问题,如图3-6(a)所示,即对角

的两个点类别标签相同[3]。由前面所述可知,单个神经元的分类能力是线性的,无法实
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图3-5 线性可分问题

现线性不可分问题。1974年,加拿大著名学者辛顿提出感知机网络,他的思想非常简单,
“多则不同”,即单个神经元无法解决,通过多个神经元构成的网络来共同完成。由于

XOR(x1,x2)=OR(AND(x-1,x2),AND(x1,x-2)),因此,根据图3-5,单个神经元可以

完成AND(x-1,x2),也可以完成 AND(x1,x-2),再通过一个线性分类器 OR就可以对

AND(x-1,x2)和AND(x1,x-2)的分类,从而通过2层分类器实现对XOR问题的分类。

图3-6 异或问题的实现

图3-7给出了感知机网络的分类面,一个神

经元无法完成异或问题的分类,但是两个神经元

组合后就可以完成异或问题的分类,即对角的两

点就可以分成一类。需要说明的是,图3-7中的

神经元都采用sign激活函数。更多的神经元组

合成的神经网络可对更加复杂的非线性问题进

行描述。图3-8给出了4个神经元映射后的分类

面,可以看出,神经元个数越多,可以描述的情形就越复杂。

图3-7 感知机网络的分类面
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图3-8 感知机网络的分类面

人工神经网络就是将多个人工神经元连接起来构成的神经网络,图3-9是典型神经

网络。其中第一层是输入层,直接跟输入信号或特征相连,最后一层是网络输出层,中间

内部的节点是隐含层,图3-9所示的隐含层数为2层。

图3-9 人工神经元示意图

3.1.3 单隐含层神经网络的能力

下面讨论单隐含层的神经网络的能力。根据3.1.2节的讨论,当隐含层节点数增多

时,能够实现更加复杂的非线性分类能力,如图3-10所示。单隐含层神经网络可对任意

复杂的非线性问题进行描述。
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图3-10 复杂的非线性

分类能力

人工神经网络中存在一个非常有价值的定理———通用近

似定理(也称为万能逼近定理)[4],可以在理论上证明“一个包

含线性输出层和至少一层隐含层的前馈神经网络,只要给予

足够数量的神经元,就能以任意精度逼近任意预定的连续函

数”。
 

由通用近似定理可知,不管函数f(x)在形式上有多复

杂,总能确保找到一个神经网络,对任何可能的输入x,以任

意高的精度近似输出f(x),即使函数有多个输入和输出,即

f(x1,x2,…,xn),通用近似定理的结论仍然成立[5]。应用该

定理时需要注意三点,一是可以通过神经网络的结构和参数

设计尽可能逼近某个特定函数,而非“准确”描述该函数,其实质是通过增加隐含层神元

的个数来提升近似的精度;
 

二是被近似函数必须是连续函数或平方可积函数,否则,神经

网络就不再适用;
 

三是虽然神经网络能够近似,但找到这样的近似函数并不容易,定理是

给出了一个理论界。生成对抗网络(Generative
 

Adversarial
 

Network,GAN)的提出者伊

恩·古德费洛(Ian
 

Goodfellow)曾指出:
 

“仅含有一层的前馈网络的确足以有效地表示任

何函数,但是,这样的网络结构可能会格外庞大,进而无法正确地学习和泛化。”这也进一

步说明了寻找理论界的困难性。

3.1.4 深度学习

前面提到了人工智能、机器学习等概念,这里阐述人工智能、机器学习和深度学习的

关系。简而言之,人工智能在于打造智能机器的学科,而机器学习就是让机器变得更智

能的方法和手段,而深度学习是人工智能连接学派的典型代表,也是机器学习中的一种

重要方法。
深度学习作为机器学习的一个分支,其目的是在一整套算法的基础上,通过构建非

线性和线性变换组成的多个处理层所构成的深度图,实现数据的高层抽象表示与建模。
简而言之,当图3-9中隐含层超过两层时,就可以认为是深度学习网络。深度学习网络不

是一个新概念,在人工神经网络诞生之后,很多学者开始用单个隐含层的神经网络来解

决问题,在20世纪80年代,很多学者就想到扩展隐含层的层数,可以采用两层、三层或

者是任意层,但网络隐含层扩展后,神经网络的参数增多,导致需要的数据量增大,且由

于层数扩展后模型的优化越来越困难,在实际中得不到想要的结果,因此深度学习网络

就相对沉寂。而基于统计学习理论的支持向量机(Support
 

Vector
 

Machine,SVM)非常

适合解决小样本高维实际问题,获得了巨大的发展。因此,深度学习网络不是人工智能

第三次浪潮才提出的新概念。
通用近似定理已经告诉我们,只要神经网络中神经元的数目足够多,即使只有一层

隐含层,也能够对任意复杂实际问题进行模拟。既然单隐含层能够解决这些问题,为何

还要把浅层网络往神经网络拓展呢? 其实,深度学习的发展、壮大主要基于两点[6]:
 

一
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是仅含有一层的前馈网络的确足以有效地表示任何函数,但是隐含层神经元数目的过于

庞大,导致难以正确学习和优化。这意味着,对于复杂的问题,虽然理论上存在这样的网

络能够对该问题进行近似,但实际中优化得到这样的网络参数非常困难。二是最重要,
也是最本质的原因,即深度学习网络相对于浅层网络而言,是更紧致的模型。紧致模型

在相同的参数规模下具有更强的表现力,或者在同等参数规模下对复杂模式表现得更

充分。

图3-11 浅层网络和深层网络对比

下面以语音识别为例给出具体说明[7],如图3-11所示。表3-2给出了浅层网络和深

层网络的实验对比图。表中给出了当隐含层数为1、2、3、4、5、7时连续语音的词错误率

结果。可以看出,当隐含层数增加时,连续语音识别系统的性能不断提升。这是因为在

充足的训练语料下,隐含层数目增加,意味着模型的参数增加,模型的表现力更强。但

是,这种对比不能说明深度学习网络的优势。为此,研究人员进行了相同参数规模下的

同等对比,即为了匹配同等参数规模下的深度网络,单隐含层的浅层网络的节点数需要

大量增加。表3-2中给出了隐含层数为5和7时的深度网络性能,以及相同参数规模下

的浅层网络的性能。从表中可以看出,当隐含层为5时,深层网络的词错误率为17.2%,
而浅层网络的词错误率为22.5%;

 

7层网络时,深度网络的词错误率为17.1%,而浅层
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网络的性能为22.6%。从表中进一步说明,当深层网络从单层扩展到5层时,系统词错

误率从24.2%降低为17.2%,而浅层网络达到同样参数规模,其错误率从24.2%降低为

22.5%,可以看出,深度网络在同等参数规模下,相较于浅层网络具有更好的模型表现

力,因此深度网络是一种更紧致的模型。

表3-2 浅层网络与深层网络语音识别对比

深
 

层
 

网
 

络 浅
 

层
 

网
 

络

层数×层节点数 词错误率/% 层数×层节点数 词错误率/%
1×2k 24.2 — —

2×2k 20.4 — —

3×2k 18.4 — —

4×2k 17.8 — —

5×2k 17.2 1×3772 22.5
7×2k 17.1 1×4634 22.6
— — 1×16k 22.1

3.2 深度学习网络设计的三个核心问题

设计一个深度学习网络的三个核心问题如图3-12所示[8],主要包括三部分:
 

一是定

义网络结构,即决定采用什么样的网络结构,从数学角度而言,定义网络结构相当于定义

了一套函数,设定了问题求解的范围。二是网络目标函数选择,目标函数的选择决定了

前一步设定的函数集合内,什么样的函数是最终需要寻找的好函数。目标函数选择与任

务密切相关,但同一类型的任务也可以从不同角度来进行表征。三是优化算法,就是根

据第二步确定的准则,如何找到最优的函数,其中包括优化算法选择和数据训练两个子

部分。

图3-12 DNN设计的三个核心问题[8]

下面以Keras框架下的设计为例,简单展示三个核心问题的基本思想和设计

步骤[8]。

3.2.1 定义网络结构

图3-13给出了一个简单的神经网络示例,图3-13(a)所示两个输入分别为1和-1,
假设神经网络的权重和偏置也给定,激活函数选择Sigmoid函数,因此可以计算第一个

隐含层的两个输出分别为0.98和0.12,以此类推,同样可以计算第二个隐含层的输出为

0.86和0.11,以及第三个隐含层的输出0.62和0.83。图3-13(b)所示两个输入分别为0
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和0,最终输出为0.51和0.85。

图3-13 神经网络示例

由前面可知,神经网络本质上就是一个函数映射,因此图3-13(a)、(b)可以表示为

f
1

-1




 




  = 0.62

0.83   f 0
0




 




  = 0.51

0.85  
  因此,给定网络结构和参数,神经网络就是一个具体的函数;

 

只给定网络结构,而没

有给定参数,相当于是一个函数集合。
图3-14给出含有L 个隐含层的前向全连接神经网络,输入层有 D 个节点,x1,

x2,…,xD,每一隐含层线性输入分别为a(1),a(2),…,a(L),非线性输入表示为h(1),

h(2),…,h(L);
 

网络的输出为y(1),y(2),…,y(M)。下面分析该网络的具体表示形式。

图3-14 L 个隐含层的神经网络
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为了更加通用表示,令h(0)(x)=x=[x1,x2,…,xD]
T,那么第k 层的线性输入

a(k)(x)和非线性输出h(k)(x)分别表示为

a(k)(x)=W(k)h(k-1)(x)+b(k) (3.4)

h(k)(x)=g(a(k)(x)) (3.5)

  输出层表示为

h(L+1)(x)=o(a(L+1)(x))=f(x) (3.6)
式中:

 

o为输出激活函数。
整个网络可以表示为

f(x)=o(a(L+1)(x))=o(W(L+1)h(k)(x)+b(k))

=o(W(L+1)g(W(L)h(L-1)(x)+b(L))+b(L+1))

=o(W(L+1)g(W(L)g(W(L-1)h(L-2)(x)+b(L-1))+b(L))+b(L+1))

=o(W(L+1)g(W(L)…(W(2)g(W(1)h(0)(x)+b(1))+b(2))…+b(L))+b(L+1)) (3.7)
因此,进一步说明整个神经网络就是一个关于W(1),W(2),…,W(L+1)以及b(1),b(2),…,

b(L+1)的复杂非线性函数。当给定网络结构和所有W(1),W(2),…,W(L+1)和b(1),b(2),…,

b(L+1)参数时,该网络就是一个具体函数;
 

而当只给定网络结构未给定参数时,它是一个

函数集合。

3.2.2 目标函数选择

如图3-14所示,如何衡量一个神经网络模型参数的好坏? 需要设定一个网络的目标

函数[9]。由机器学习知识可知,通常选择两种目标函数:
 

(1)
 

拟合问题:
 

l=(y(n)-y쯖(n))2 (3.8)
式中:

 

l为单样本损失函数;
 

y(n)=[y(n)
1 ,y(n)

2 ,…,y(n)
M ]

T 为神经网络得到的样本值,M
为输出样本维度;

 

y쯖(n)=[y쯖(n)1 ,y쯖(n)2 ,…,y쯖(n)M ]
T 为相应样本真实值。

(2)
 

多分类问题:
 

l(n)=-∑
M

m=1
y쯖(n)m logy

(n)
m (3.9)

式中:
 

l为单样本损失函数,该损失函数是样本类别标签y(n)=[y(n)
1 ,y(n)

2 ,…,y(n)
M ]

T 和

相应样本标签y쯖(n)=[y쯖(n)1 ,y쯖(n)2 ,…,y쯖(n)M ]
T 之间的交叉熵,y쯖(n)=[y쯖(n)1 ,y쯖(n)2 ,…,y쯖(n)M ]

T

为独热向量,真实类别标签位置为1,其他为0。
神经网络优化时采用总损失函数,总损失函数定义为

J=∑
N

n=1
l(n) (3.10)

式中:
 

l(n)为第n
 

个样本的损失函数;
 

J 为总损失函数。其具体过程如图3-15所示。
也可以根据其他的任务设置相对类型的类别函数。对于多分类问题,除了采用经典的
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图3-15 神经网络的总损失函数

交叉熵函数外,还可以采用很多的区分性函数来进一步提升分类性能,具体介绍见第7章。

3.2.3 优化算法选择

为了简单起见,假设网络只有参数θ0、θ1,并假设损失函数是非常理想的,如图3-16
所示,损失函数是凸函数,具有唯一极小值。图中A 点和B 点为不同方法得到的初始化

权重参数。那么如何获得损失函数极小值点,以及极小值所对应的参数呢?

图3-16 神经网络的总损失函数随参数变化

第2章机器学习理论中已经介绍过,当从损失误差很大的初始点寻找最优极小值点

时,沿梯度反方向是到达极小值最快的方向,因此这种方法也称为梯度下降法。反之,如
果寻找极大值点,则采用梯度上升法。一般采用迭代方法逐渐逼近极小值,具体公式为

θt+1=θt-α浊θt
J(θ) (3.11)

式中:
 

θt+1 为第t+1
 

步更新后的参数;
 

θt 为更新前的参数;
 

J(θ)为目标函数;
 

α 为

步长。
对于图3-14所示的任意神经网络,网络参数θ ={W(1),W(2),…,W(L+1);

 

b(1),

b(2),…,b(L+1)},因此需要计算目标函数对于参数的梯度,即
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浊θt
J=

∂J
∂W1

∂J
∂W2

︙

∂J
∂b1
∂J
∂b2
︙






































(3.12)

将式(3.12)代入式(3.11)可以进行迭代更新,迭代到指定次数,或者是当损失函数达到

指定阈值,则停止参数更新。具体过程如图3-17所示[10]。

图3-17 梯度下降法示意图

由此看来,深度学习网络优化的基本思想并不像我们想象的那么复杂,采用梯度下

降法就可以得到。然而,还有一个问题没有解决,如何获取式(3.12)的参数梯度? 后向

传播(Back
 

Propagation,BP)是获取参数梯度的一种有效算法[11]。

3.3 后向传播算法

下面以一个多分类问题为例,对后向传播算法进行具体分析[12]。由于是多分类问

题,神经网络的目标函数采用式(3.9)所示的交叉熵,则有

J=∑
N

n=1
l(f(x(n)),y쯖(n))=∑

N

n=1
l(y(n),y쯖(n))=-∑

N

n=1
∑
M

m=1
y쯖(n)m logy

(n)
m (3.13)

因为真实类别标签向量是一个独热向量,只有真实类别标签维度为1,其他为0,当样本

x(n)属于第c类样本时,则有

J=∑
N

n=1
l(y(n),y쯖(n))=-∑

N

n=1
∑
M

m=1
y쯖(n)m logy

(n)
m =-∑

N

n=1
logy(n)

c (3.14)

  为了清晰了解BP算法的原理,以图3-18所示的神经网络为例进行推导,其中隐含
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层为两层。
可以从不同角度对BP算法进行推导,下面给出一种常用的方法———计算流图法。

图3-19~图3-22给出了一条路径、两条路径、n 条路径以及复杂流程图的链式准则。
图3-18所示的神经网络就是一个复杂流程图的实例。

图3-18 BP算法推导网络结构图

图3-19 一条路径链式关系

图3-20 两条路径链式关系

图3-21 n条路径链式关系 图3-22 更加复杂的流程图

在计算流图中包括如下两种运算:
 

(1)
 

前向传播:
 

给定前续节点计算每个节点的值。
(2)

 

后向传播:
 

初始化输出梯度为1,然后逆序访问每个节点,最后计算每个节点的

梯度。

3.3.1 输出端的损失梯度

下面计算输出层的损失梯度值。首先计算第n 个样本x(n)的损失函数l(y(n),y쯖(n))
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对输出y(n)
c 的偏导数,即

∂
∂y(n)

m

[-logy(n)
c ]=-

1(c=m)

y(n)
c

=
-
1

y(n)
c

, m=c

0, m ≠c







 (3.15)

所以损失函数l(y(n),y쯖(n))对输出层激活输出y(n)的梯度为

∂
∂y(n)

[-logy(n)
c ]=-

1
y(n)

c

1(c=1)

︙

1(c=M)


















(3.16)

式中:
 

1(c=m)代表当c=m 成立时,该值为1;
 

否则,为0。
假定输出端激活函数选择Sigmoid函数,下面的推导中会用到Sigmoid函数求导的

便捷形式,即

g(x)=
1

1+e-x

g'(x)=g(x)(1-g(x))
读者可按照求导准则自行验证。

因此,损失函数l(y(n),y쯖(n))对输出层线性输入端第m 个元素的偏导数为

∂
∂a(L+1)(x)m

[-logy(n)
c ]=-(1(c=m)-y(n)

m ) (3.17)

图3-23 BP算法推导输出层梯度

计算示意图

输出层线性输入端的损失梯度为

浊
a(L+1)(x)

[-logy(n)
c ]=-(e(c)-y(n))

=-

1(c=1)

1(c=2)

︙

1(c=M)























-

y(n)
1

y(n)
2

︙

y(n)
M













































(3.18)

  其具体梯度传导的过程如图3-23所示。需要重

点说明的是,在理解BP算法过程中,梯度值沿反向

传递,可以把每个神经元看成两个部分:
 

一个是上半

部分的非线性输出,如实线半圈所示;
 

另一个是下半

部分的线性输入,如虚线半圈所示。

3.3.2 隐含层的损失梯度

下面获取隐含层的梯度,即图3-24中所示的实线路径到达节点的梯度。这里梯度的

计算更加复杂,因此需要简化问题。根据图3-22所示流程图的链式准则,如果函数p(a)
是中间变量qi(a)的函数,则可得
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∂p(a)
∂a =∑

i

∂p(a)
∂qi(a)

∂qi(a)
∂a

(3.19)

那么可以进行对应假设,a 是某个隐含层中的某个节点,qi(a)代表上一层的线性输入部

分(虚线半圈),如图3-25所示,图中所示qi(a)个数为2,即上一层节点个数,也是输出层

节点个数。

图3-24 BP算法推导隐含层非线性

输出端梯度计算示意图

图3-25 BP算法推导隐含层非线性输出端梯度

计算示意图(特定节点)

1.
 

损失函数对隐含层非线性输出端的梯度

第n 个样本x(n)的损失函数l(y(n),y쯖(n))对第k个隐含层第j
 

个节点的非线性输出

h(k)(x)j 端的偏导数为

∂
∂h(k)(x)j

[-logy(n)
c ]=∑

i

∂[-logy(n)
c ]

∂a(k+1)(x)i

∂a(k+1)(x)i
∂h(k)(x)j

=∑
i

∂[-logy(n)
c ]

∂a(k+1)(x)i
W(k+1)

i,j

=(W(k+1)
·,j )T(浊

a(L+1)(x)
[-logy(n)

c ])

前向递推公式:
 

a(k+1)(x)i=b(k)i +∑
j

W(k+1)
i,j h(k)(x)j

a(k+1)(x)=b(k+1)+W(k+1)h(k)(x)  
(3.20)

则第k个隐含层非线性输出端的梯度为

浊
h(k)(x)

[-logy(n)
c ]=(W(k+1))T 浊

a(L+1)(x)
[-logy(n)

c ] (3.21)

2.
 

损失函数对隐含层线性输入端的梯度

同样根据链式准则,损失函数对第k隐含层第j个节点线性输入端的偏导数可以变

成两个连乘项的积,一项是损失函数对相应节点非线性输出端的偏导数,另一项是该节
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点非线性输出对线性输入的偏导数,即

∂
∂a(k)(x)j

[-logy(n)
c ]=

∂[-logy(n)
c ]

∂h(k)(x)j

∂h(k)(x)j
∂a(k)(x)j

=
∂[-logy(n)

c ]

∂h(k)(x)j
g'(a(k)(x)j)

前向递推公式:
 

h(k)(x)j =g(a(k)(x)j)

h(k)(x)=g(a(k)(x))  (3.22)

其具体示意图如图3-26所示。

图3-26 BP算法推导隐含层线性输入端梯度计算示意图

则损失函数对隐含层线性输入端的梯度表示为

浊
a(k)(x)

[-logy(n)
c ]=(浊h(k)(x)

[-logy(n)
c ])T 浊

a(k)(x)h
(k)(x)

=(浊h(k)(x)
[-logy(n)

c ])☉[…,g'(a(k)(x)j),…] (3.23)

3.3.3 神经网络参数的损失梯度

利用上面的结果可以得到权重参数W(k)
i,j 的偏导数,即

∂
∂W(k)

i,j

[-logy(n)
c ]=

∂[-logy(n)
c ]

∂a(k)(x)i

∂a(k)(x)i
∂W(k)

i,j

=
∂[-logy(n)

c ]

∂a(k)(x)i
h(k-1)

j (x) (3.24)

则损失函数对权重参数的梯度为

浊
w(k)
[-logy(n)

c ]=(浊a(k)(x)
[-logy(n)

c ])h(k-1)(x)T (3.25)

同理,可得损失函数对参数b(k)i 的偏导数,即

∂
∂b(k)i

[-logy(n)
c ]=

∂[-logy(n)
c ]

∂a(k)(x)i

∂a(k)(x)i
∂b(k)i
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=
∂[-logy(n)

c ]

∂a(k)(x)i
(3.26)

则损失函数对偏置向量的梯度为

浊
b(k)
[-logy(n)

c ]=(浊a(k)(x)
[-logy(n)

c ]) (3.27)
得到式(3.25)和式(3.27),就可以按照梯度下降法进行参数优化更新。

3.3.4 算法整理流图

图3-27给出了BP算法完整的流程图,可以清晰地看到梯度计算的依赖关系。为了

获取目标函数l(y(n),y쯖(n))对参数的梯度,首先前向计算出各个节点的取值,再按照上节

所示求l(y(n),y쯖(n))对参数a(3)(x)、a(2)(x)和a(1)(x)的梯度,获得a(3)(x)的梯度,就
能得到参数W(3)和b(3)的梯度,获得a(2)(x)的梯度,就能得到W(2)和b(2)的梯度,同理

得到W(1)和b(1)的梯度。可以看出,整个过程中梯度的计算正好与前向计算的路径

相反。

图3-27 BP算法推导隐含层线性输入端梯度计算示意图

3.4 本章小结

本章在介绍学习与机器学习概念的基础上,阐述深度学习和机器学习的区别与联

系;
 

然后系统介绍深度学习的基本定义和特点;
 

指出深度学习网络设计的三个核心问

题,即定义网络结构、设定网络目标函数以及优化算法,并且详细分析三个基本问题的内

涵;
 

最后针对网络优化算法中的核心关键技术———后向传播算法进行重点阐述与推导。
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