
     

第　5　章

深度神经网络压缩


5.1 神经网络压缩的一般方法









  如今,深度神经网络模型需要大量的计算、内存和能量,这在我们需要实时推理或在

计算资源有限的嵌入式设备上运行模型的情况下成为瓶颈。能量效率是当前深度神经网

络模型的主要关注点。解决此效率的方法之一是减小神经网络的规模。
更大的神经网络模型需要更多的内存引用,也就需要更多的能量。本节探讨在不改

变网络结构的前提下减小深度神经网络的规模的方法,即假设神经网络模型已经生成,但
通过一些技术来“压缩”神经网络。

具体来说,可以从如下方向着手[40]:

① 剪枝(pruning);

② 权重共享(weightsharing);

③ 量化(quantization);

④ 二值/三值化网络(binary/ternarynet);

⑤ Winograd卷积(Winogradtransformation)。

5.1.1 剪枝

剪枝是一种加速神经网络推理的方法,可以有效地生成尺寸更小、内存效率更高、能
量效率更高的模型,并且推理速度更快,而准确率损失最小。

深度学习从神经科学领域汲取了灵感,深度学习中的剪枝也是一个受生物学启发的

概念。人类新生儿已经有约50万亿突触,到1岁时,发育到1000万亿突触,但到青少年

时期,智力基本发育完成时,突触的数量又下降到500万亿,如图5-1所示。也就是说,一
些突触是无用的,消除它们并不会影响智力。这一过程在所有哺乳动物中都发生,人类在

20岁左右时才完成这一过程。
神经网络的剪枝试图模拟这个过程。剪枝是指如果权重在阈值之下,则删除此连接,

如果某个神经元的连接都被删除,那么它也被删除。
如图5-2所示,神经网络通常看起来如左边所示:相邻两层之间的每个神经元都相

互连接,这种全连接意味着大量的浮点数乘法运算,理想情况下,如果每个神经元仅连接

到其他几个神经元上,就可以节省大量的乘法运算,这称为“稀疏”网络。稀疏模型更易于
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图5-1 人脑突触的剪枝

压缩,我们可以在推理过程中跳过那些被删除的“零”连接,从而减少推理过程的延迟。

图5-2 神经网络剪枝

具体来说,根据神经元在神经网络中的贡献程度对其进行排名,然后从网络中删除排名

较低的神经元,从而使网络更小、更快。例如,可以根据神经元权重的L1/L2范数进行

排名。
剪枝后,一般来说神经网络的准确性将下降,这时通过对网络进行多次训练-剪枝-训

练-剪枝的过程进行恢复。如果一次剪枝太多,则网络可能损坏得太多,无法恢复。因此,
在实践中这是一个迭代过程,通常称为“迭代剪枝”。

以AlexNet模型为例,通过剪枝算法,卷积层的连接最多减少到1/3,全连接层则最

多减少到1/10。总体上,连接减少到原来的12%,如图5-3所示。

图5-3 AlexNet剪枝效率
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当然,在剪枝之后,需要重新训练模型来恢复准确性。如图5-4所示,在多次迭代之

后,剪去85%以上的连接,而准确率的损失趋于0。

图5-4 剪枝后重新训练以降低准确率的损失

剪枝带来的效益提升是显著的,以全连接层为例,剪枝可以使推理速度和能量效率大

幅提升,如图5-5和图5-6所示。推理速度提升到3倍,而能量效率则提高到6倍。

图5-5 剪枝带来的推理速度提升

       
图5-6 剪枝带来的能量效率提升

观察剪枝前后权重值的分布,就可以理解为什么会发生这样大的提升,如图5-7
所示。

剪枝前,有大量的趋近于0的权值,它们对推理的准确率贡献不大。剪枝后这些权值

被直接删除了,但造成准确率下降。通过重新训练,权重的数量没有变化,但它们的值分

布更均匀更平滑。

5.1.2 权重共享

权重共享(weightsharing)的原理是,将具有近似值的权重聚类在一起,并存储在字

典中,从而减少权重所占用的存储空间。
一种最简单的实现是:将所有权重四舍五入为256个级别。通过这种方法,可以将
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图5-7 剪枝前后权重值的分布图

一个模型从87MB减少到26MB,准确率仅降低1%。
完整的方法如图5-8所示,2.09,2.12,1.92,1.87四个权重接近,其质心为2,它们聚

类为同一个权重2,存储在字典中。类似地,其他权重也进行聚类,最终得到权重字典,它
是1个浮点数列矩阵,与一个整数矩阵相乘可以近似得到原权重矩阵。相比原来的4×4
阶的浮点数矩阵,占用的存储空间减小了。

图5-8 权重共享

同时,梯度矩阵也进行了相应的分组运算,上述4个权重对应的梯度分为一组,然后

求和,得到1个新的梯度列矩阵,它与前面的权重字典合并计算,得到调优后的字典矩阵。
权重共享后的权重值分布图如图5-9所示。
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图5-9 权重共享后的权重值分布图

可以看到,值近似的权重聚类为同一权重,原来连续的权重值分布变为离散的分布。
通过以上方法,在准确率没有太大损失的情况下,每权重占用的比特数下降了,全连

接层的权重从原来的32比特下降到2比特,卷积层的权重则从32比特下降到4比特。
如图5-10所示。

图5-10 每权重比特数下降

权重共享算法对于各种模型都是适用的。例如,对于 AlexNet,模型的大小从

240MB压缩到6.9MB,压缩率为原来的1/35,同时,准确率反而从80.27%提高到

80.30%。其他模型的情况类似,如图5-11所示。

5.1.3 量化

量化(quantization)的原理是将训练好的模型中的浮点数都量化为定点数,然后进行

神经网络的推理。因为定点数运算的效率远高于浮点运算。
权重值和激活值都被量化。具体过程如图5-12所示。

• 以浮点数格式训练模型。

• 量化训练好的模型中的权重值和激活值:首先收集权重值和激活值的统计信息,
然后选择合适的小数点位置。
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图5-11 各种模型运用权重共享后的效果

图5-12 量化过程

• 以浮点数格式微调模型。

• 将权重值和激活值都转化为定点数格式,可以是32位、16位或8位定点数。
由于这种方法只是忽略了小数点某一位之后的余数,因此量化后的模型的准确率只

有很小的下降。如图5-13所示,分别在GoogLeNet和VGG-16网络上运用量化方法,可
以看到,以32位定点数量化时准确率基本没有下降,以16位定点数量化时准确率略有下

降,但可以接受。
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图5-13 量化后模型的准确率变化

5.1.4 二值/三值化

二值/三值化(binary/ternary)的原理是将权重简化到-1,+1两个数值,或者-1,

0,+1三个数值,这样将大大加速神经网络的推理,因为这时卷积运算只需要通过加法

和减法近似实现。三值化权重示意如图5-14所示。

图5-14 三值化权重示意

具体来说:

• 权重值和输入值均进行二值化或三值化。

• 卷积用二进制点积运算实现,仅有加、减运算。

• 进一步地,点积运算的加减法还可以通过异或和位计数运算实现,从而进一步提

高运算效率。
通过将权重二值化,推理时占用的内存减少到原来的1/32,计算速度提高了2倍,而

准确率并没有下降。如果进一步将卷积中的加减运算用异或-位计数替代,将输入也进行

二值化,则计算速度可以进一步提高到原来的58倍,当然,准确率从56.7%下降到

44.2%,如图5-15所示。

扫码看
彩图
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图5-15 二值化优化结果

5.1.5 Winograd卷积

Winograd卷 积(Winogradtransformation,或 称 Winograd变 换)的 原 理 是 利 用

Winograd算法,将卷积运算中耗时的乘法运算用不太耗时的加减法运算替代,从而达到

减少算法时间度的目的。

Winograd算法最早于1980年由ShmuelWinograd在论文Arithmeticcomplexity
ofcomputations中提出,主要用来减少FIR滤波器的计算量。

该算法类似FFT(快速傅里叶变换),它将数据映射到另一个空间(与FFT不同的

是,Winograd算法将数据映射到一个实数空间,而非复数空间)。用加减运算代替部分乘

法运算,由于加减运算速度远高于乘法运算,因此达到了明显的加速效果。
比如,直接实现一个有m 个输出、r个参数的FIR滤波器F(m,r),一共需要 m×r

次乘法运算。但使用 Winograd算法,忽略变换过程的话,仅需要m+r-1次乘法运算。
将 Winograd算法运用到卷积运算的方法如图5-16所示,将输入特征图和卷积核均

进行 Winograd变换,然后进行点积(point-wisemultiplication)运算,并把多个通道的点

积运算结果相加,再进行 Winograd逆变换,获得最终的输出。

图5-16 将 Winograd算法运用到卷积运算的方法

例如,用直接卷积,4个输出需要9×C×4=36×C 次乘加运算,其中C 是通道数。
而采用 Winograd卷积,4个输出仅需要16×C 次乘加运算。

Winograd卷积通常由硬件实现。
最后,需要指出的是,无论采用哪种方法,神经网络压缩都是一柄双刃剑,压缩率越
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高,模型的准确率就越差。运用不同的剪枝率造成不同的稀疏程度,稀疏程度越高,模型

尺寸成比例下降,但准确率也会缓慢下降,当稀疏程度达到一定阈值,准确率将断崖式下

跌,导致模型不可用。
因此,在运用神经网络压缩的过程中应小心地找到一个合适的平衡点。


5.2 压缩-编译协同设计









  压缩-编译(compression-compilation)协同设计[41]的原理是同时对深度神经网络模

型进行压缩并对压缩后的模型可执行文件进行编译。这种协同方法可以有效地优化深度

神经网络模型的大小和速度,还可以大大缩短压缩过程的调整时间,从而将深度神经网络

模型部署在嵌入式设备的主流处理器(如CPU/GPU)上,并在大多数AI应用上实现实时

性,而这些AI应用原本被认为只有使用特殊的AI加速器(如ASIC/FPGA)才能达到实

时运行的效果。其优势如下。

• 成本:开发专用的AI加速器成本高昂,将它们添加到现有系统中会产生额外的

费用。

• 技术成熟度:与通用处理器不同,专用硬件的生产量要小;因此,其生产可用的技

术通常比通用处理器落后。例如,目前大多数 AI加速器都基于28~65nm
CMOS技术,其晶体管密度显著低于最新的移动CPU或GPU。

• 速度:由于采用了旧技术,因此专用处理器的运行速度比通用处理器要慢。

• 生态系统:通用处理器具有完善的生态系统(调试工具、优化工具、安全措施),这
使得高质量应用程序的开发比使用特殊处理器要容易得多。

• 上市时间:AI加速器的开发通常需要数年时间。为新开发的硬件加速器创建

关联的编译器和系统软件会进一步延长该过程。使用此类硬件的应用程序

经常需要使用特殊的 API并满足许多特殊的约束,这会延长 AI产品的上市

时间。

• 可用性:由于上述所有原因,使用特殊处理器通常仅限于创建该处理器的公司及

其很少的密切客户。结果,为特殊处理器开发的AI应用程序仅可以被有限数量

的设备所采用。
因此,压缩-编译协同设计的方案是嵌入式人工智能的一种低成本、软件为主的实现

方式。下面介绍压缩-编译协同设计软件算法方案的原理。

5.2.1 压缩-编译协同设计的概念

压缩和编译是在通用硬件上适配深度神经网络模型并高效执行的两个关键步骤。模

型压缩是减少深度神经网络模型的大小并提高其速度的常用技术,在前面的章节中已经

予以阐述,在压缩-编译协同设计中主要使用剪枝和量化两种技术。编译是指从给定的深

度神经网络模型生成可执行代码的过程。本质上,编译是将深度神经网络中的高级运算

映射到基础硬件支持的低级指令的过程。编译过程在优化代码以有效执行中起着关键

作用。
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压缩-编译协同设计的原理是同时完成压缩与编译两个组件的设计,这种协同作用体

现在以下三个层次上。

• 需求/偏好层次:在这个层次上,协同作用是指在设计一个组件时考虑另一个组

件的偏好或需求。一个例子是,主流处理器通常偏好具有某些计算模式(pattern)
的代码。如果模型压缩步骤可以考虑这种偏好,就可以创建一个更适合的模型,
使得编译步骤有效地工作。

• 视角/洞察层次:在这个层次上,协同作用是指在处理其中一个组件的问题时采

取另一个组件对该问题的视角或洞察。一个例子就是可组合性或模块化原则,这
个原则在保持程序设计系统和编译器均高效且可扩展方面一直发挥着至关重要

的作用。

• 方法层次:在这个层次上,协同作用是指将两个组件的方法紧密集成在一起。例

如,编译器可以通过自动生成代码寻找新的深度神经网络剪枝方案,这样可以获

得高达180倍的加速。
因此,压缩-编译协同系统是压缩器和编译器的有机结合,充分体现了协同设计的原

理。它们分别实现了基于模式的DNN剪枝和模式感知的代码生成,并通过协同作用生

成高效的DNN执行代码。
生成器框架概述如图5-17所示,具体包括两个组件:
(1)基于模式的压缩组件,它执行卷积核模式剪枝和连通性剪枝。
(2)执行代码生成的编译组件,基于模式对压缩后的模型进行多重有效优化。

图5-17 生成器框架概述(来源为arXiv:2003.06700)

5.2.2 压缩器

压缩器主要采用权重剪枝的方法对模型进行压缩。
权重剪枝是主流的模型压缩技术。但是,现有的剪枝方法要么与现代并行架构不兼

容,导致推理延迟长(例如,非结构化的细粒度剪枝),要么造成严重的准确率下降(例如,
结构化的粗粒度剪枝)。

压缩器通过引入粗粒度结构内的细粒度剪枝,实现新的权重剪枝技术。由于细粒度


